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Úvod
V této bakalářské práci se budeme zabývat centrální limitní větou pro závislé

náhodné veličiny. Standardní centrální limitní věta je jeden ze základních nástrojů
jak pravděpodobnosti tak i statistiky, pro niž je nezávislost jeden z hlavních
předpokladů. Nicméně my si zde pomocí tzv. strong mixing condition dokážeme,
že není nutnou podmínkou pro platnost této věty. Základním podkladem práce
je článek Rosenblatt (1956), ve kterém je daná problematika skromně popsána.
Tudíž hlavním cílem práce je ji detailněji zpracovat a platnost věty důkladně
dokázat.

V první kapitole si připomeneme standardní centrální limitní větu pro ne-
závislé náhodné veličiny, která je nám již známa ze základního kurzu pravdě-
podobnosti a matematické statistiky. Pro lepší pochopení si zde zmíníme jeden
motivační příklad. Jedno z jejího využití je určení intervalového odhadu pro námi
daný parametr. Ve statistice se též hojně využívá pro určení rozdělení testové
statistiky a následného kritického oboru.

Co se druhé kapitoly týče, tvoří většinu práce. V té formálně zavedeme zna-
čení, která jsou potřeba k zadefinování strong mixing condition, načež ji dáme do
souvislosti s důkazem centrální limitní věty pro závislé náhodné veličiny. Poté se
seznámíme s podrobným důkazem této věty, která má důležité předpoklady na
strukturu závislosti. Výsledkem této kapitoly je tudíž tvrzení, že asymptotickou
normalitu lze dokázat i pro náhodné veličiny, které jsou závislé.

V poslední podkapitole si dané výsledky představíme na příkladu tzv. klouza-
vých průměrů. Ten nám přiblíží právě myšlenku dokazované věty. V poslední
části závěrečné kapitoly nalezneme simulaci výše zmíněného příkladu pro kon-
krétní hodnoty posloupností představených v průběhu důkazu. Získané poznatky
dále porovnáme.
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1. Centrální limitní věta
Nejdříve si zde připomene definici konvergence v distribuci pro náhodné veli-

činy, která je základní pro znění centrální limitní věty. Následnou definici a znění
věty nalezneme ve skriptech Prokešová (2023).

Definice 1 (konvergence v distribuci). Buď {Yn}∞
n=1 posloupnost náhodných veli-

čin na libovolných pravděpodobnostních prostorech a buď Y také náhodná veličina.
Řekneme, že náhodné veličiny Yn konvergují v distribuci k náhodné veličině Y ,
pokud

lim
n→∞

FYn(x) = FY (x)

v každém bodě x ∈ R, ve kterém je FY , distribuční funkce náhodné veličiny Y,

spojitá. Značíme Yn
d−−−→

n→∞
Y .

1.1 Znění CLV
Věta 1 (Centrální limitní věta). Buďte X1, X2, ... vzájemně nezávislé, stejně roz-
dělené náhodné veličiny, EXi = µ ∈ R, var Xi = σ2 ∈ (0, ∞), ∀i ∈ N. Potom pro
náhodné veličiny

Zn =
∑︁n

i=1(Xi − µ)√
nσ2

platí Zn
d−−−→

n→∞
Z, kde Z ∼ N (0,1).

Věta nám vlastně říká, že součet rozdílu náhodných veličin a jejich středních
hodnot, který je vhodně podělen, má asymptoticky normované normální rozdě-
lení.

Ekvivalentně můžeme náhodné veličiny Zn zapsat jako

Zn =
√

n(Xn − µ)
σ

,

kde Xn značí výběrový průměr náhodných veličin X1, X2, X3,X4...,
tzn. Xn = 1

n

∑︁n
i=1 Xi. Tedy platí:

√
n(Xn − µ)

σ
d−−−→

n→∞
N (0,1).

1.2 Příklad
Pro lepší představu si zmíníme jeden příklad na využití centrální limitní věty.
Mějme náhodné veličiny X1, X2, ... ∼ Alt(p) s parametrem p ∈ (0,1), které

jsou nezávislé a stejně rozdělené. Tedy se jedná o rozdělení, pro něž platí

P (Xi = 1) = p a P (Xi = 0) = 1 − p.

Střední hodnota je EXi = p a rozptyl var Xi = p(1 − p) pro ∀i ∈ N.
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Víme, že Xn je nestranný a konzistentní odhad parametru p. Máme tedy
z definice konzistentního odhadu

Xn
P−−−→

n→∞
p,

tudíž výběrový průměr konverguje v pravděpodobnosti k parametru p.
Využitím věty o spojité transformaci s funkcí g(x) = x(1 − x) získáme

Xn(1 − Xn) P−−−→
n→∞

p(1 − p).

Z poznatku výše plyne opět pomocí věty o spojité transformaci následující:⌜⃓⃓⎷ p(1 − p)
Xn(1 − Xn)

P−−−→
n→∞

1.

Z centrální limitní věty dostáváme
√

n(Xn − p)√︂
p(1 − p)

d−−−→
n→∞

N (0,1).

Platí tedy
√

n(Xn − p)√︂
p(1 − p)

·

⌜⃓⃓⎷ p(1 − p)
Xn(1 − Xn)

=
√

n(Xn − p)√︂
Xn(1 − Xn)

d−−−→
n→∞

N (0,1)

z Cramer-Sluckého věty. Výsledek můžeme dále využít ke zkonstruování následu-
jícího asymptotického intervalového odhadu střední hodnoty⎛⎝Xn ∓ u1− α

2

√︂
Xn(1 − Xn)

√
n

⎞⎠ ,

kde u1− α
2

je (1 − α
2 )-tý kvantil normovaného normálního rozdělení.
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2. CLV a závislé náhodné veličiny
Z minulé kapitoly víme, že důležitými předpoklady standardní centrální li-

mitní věty jsou nezávislost a stejné rozdělení náhodných veličin. My si však
v té následující ukážeme, že nezávislost není nutnou podmínkou pro platnost
CLV a že asymptotickou normalitu lze dokázat i pro závislé náhodné veličiny.
Avšak důležité jsou určité předpoklady na strukturu závislosti. Pro důkaz vyu-
žijme tzv. strong mixing condtition. Proto si nejdříve zavedeme potřebné značení
a poté zadefinujeme danou podmínku.

V této kapitole budeme vycházet především z článku Rosenblatt (1956), který
si zde rozebereme více do hloubky. Na závěr si uvedenou teorii předvedeme na
příkladu tzv. klouzavých průměrů.

2.1 Strong mixing condition
Teorii o strong mixing condition budeme čerpat z Bradley (2005) a Wikipedia

contributors (2023). Mějme posloupnost náhodných veličin X = (Xk, k ∈ Z) na
pravděpodobnostním prostoru (Ω, A, P). Zavedeme značení

F b
a = σ(Xk, a ≤ k ≤ b),

kde −∞ ≤ a ≤ b ≤ ∞. Jedná se tedy o σ- algebru, která je generovaná náhodnými
veličinami Xa, Xa+1,...,Xb−1, Xb.
Dále si označíme funkci

α(s) = sup{|P(A ∩ B) − P(A) · P(B)| : −∞ < t < ∞, A ∈ F t
−∞, B ∈ F∞

t+s},

kde F t
−∞ = σ(..., Xt−1, Xt) a F∞

t+s = σ(Xt+s, Xt+s+1, ...).
O posloupnosti náhodných veličin X = (Xk, k ∈ Z) řekneme, že splňuje strong

mixing condition, pokud

α(s) → 0 pro s → ∞.

Takovou posloupnost nazýváme strong mixing.
Nyní se omezíme na indexy k ∈ N. Pro obecné indexy bychom místo 1, 2,...,i

používali ...,i − 2, i − 1, i. Ekvivalentně posloupnost náhodných veličiny splňuje
strong mixing condition, pokud⃓⃓⃓

P[(X1, ..., Xi) ∈ A ∩ (Xi+m, Xi+m+1,...) ∈ B]− (2.1)

−P[(X1, ..., Xi) ∈ A] · P[(Xi+m, Xi+m+1,...) ∈ B]
⃓⃓⃓
≤ f(m)

pro všechna i,m ∈ N, množiny A, B a funkci f(m) → 0 pro m → ∞.
Můžeme si ji představit následujícím způsobem. Pokud vzdálenost mezi mno-

žinami indexů je větší, pak rozdíl pravděpodobnosti průniku těchto množin a sou-
čin jejich pravděpodobnosti se blíží k nule. Musíme podotknout, že v našem pří-
padě vzdáleností máme na mysli rozdíl indexů náhodných veličin. V případě (2.1)
tedy vzdálenost mezi množinami indexů A a B je m. Tuto variantu podmínky
můžeme nalézt v LEHMANN (1999).
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2.2 CLV a strong mixing condition
Věta 2. Mějme náhodné veličiny X1, X2, ... a předpokládejme, že jsou centrované
(mají nulovou střední hodnotu). Nechť dále jsou splněné následující předpoklady:

E
(︃ b∑︂

j=a

Xj

)︃2
∼ h(b − a) (2.2)

a pro každé δ > 0

E
(︃ b∑︂

j=a

Xj

)︃2+δ

= o
(︂
h(b − a)1+ δ

2
)︂

(2.3)

pro b − a → ∞, kde h je neklesající funkce m a h(m) → ∞ pro m → ∞.
Dále nechť je splněna strong mixing condition. Pak pro posloupnost náhodných

veličin S1, S2,..., které jsou zadefinované jako Sn = ∑︁n
j=1 Xj, platí:

Sn√︂
kh(pn)

d−−−→
n→∞

Z,

kde k, pn a qn jsou posloupnosti přirozených čísel splňující k(pn + qn) = n,
pn, qn, k → ∞, qn

pn
→ 0 pro n → ∞ a Z má normované normální rozdělení.

Symbolem ∼ máme na mysli, že podíl pravé a levé strany konverguje k jedné.
Toto značení budeme využívat ve zbytku práce. Nyní se podíváme na náznak
důkazu. Nejdříve si zavedeme následující značení:

Sn =
n∑︂

j=1
Xj,

Ur =
rpn+(r−1)qn∑︂

j=(r−1)(pn+qn)+1
Xj,

Vr =
r(pn+qn)∑︂

j=rpn+(r−1)qn+1
Xj,

kde r = 1, ..., k.
Mějme tedy:

r = 1:
U1 =

pn∑︂
j=1

Xj a V1 =
pn+qn∑︂

j=pn+1
Xj,

r = 2:

U2 =
2pn+qn∑︂

j=pn+qn+1
Xj a V2 =

2(pn+qn)∑︂
j=2pn+qn+1

Xj,

...

r = k:

Uk =
kpn+(k−1)qn∑︂

j=(k−1)(pn+qn)+1
Xj a Vk =

k(pn+qn)∑︂
j=kpn+(k−1)qn+1

Xj.
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Obrázek 2.1: Rozepsání součtu náhodných veličin po částech.

Jedná se tedy rozepsání součtu Sn = ∑︁n
j=1 Xj na jednotlivé části, které jsou za-

vedeny ve znění výše. Množinu indexu 1,..., n rozdělíme na k disjunktních množin
po sobě jdoucích indexů, které mají velikost (pn + qn) (viz obrázek 2.1). Součty
prvních pn indexů v každém podintervalu označíme Ur a součty přes zbylé in-
dexy značíme Vr pro r = 1,..., k. Všimněme si, že části qn obsahují asymptoticky
zanedbatelné množství indexů oproti pn. Dále platí

Sn√︂
kh(pn)

=
k∑︂

r=1

Ur√︂
kh(pn)

+
k∑︂

r=1

Vr√︂
kh(pn)

.

Budeme tedy dokazovat konvergenci v distribuci pro

k∑︂
r=1

Ur√︂
kh(pn)

+
k∑︂

r=1

Vr√︂
kh(pn)

d−−−→
n→∞

Z. (2.4)

V první části důkazu ukážeme, že

k∑︂
r=1

Vr√︂
kh(pn)

P−−−→
n→∞

0.

V té druhé předvedeme platnost

k∑︂
r=1

Ur√︂
kh(pn)

d−−−→
n→∞

Z.

Tedy z Cramer-Sluckého věty dostaneme (2.4).
Důkaz. V důkazu budeme využívat značení, která jsme si zavedli výše. Nejdříve
si ukážeme, že

k∑︂
r=1

Vr√︂
kh(pn)

P−−−→
n→∞

0. (2.5)

E

⃓⃓⃓⃓
⃓⃓ k∑︂
r=1

Vr√︂
kh(pn)

⃓⃓⃓⃓
⃓⃓ = E

⌜⃓⃓⃓
⎷
⃓⃓⃓⃓
⃓⃓ k∑︂
r=1

Vr√︂
kh(pn)

⃓⃓⃓⃓
⃓⃓
2

≤

⌜⃓⃓⃓
⎷E

⃓⃓⃓⃓
⃓⃓ k∑︂
r=1

Vr√︂
kh(pn)

⃓⃓⃓⃓
⃓⃓
2

≤
k∑︂

r=1

√︂
E |Vr|2√︂
kh(pn)

,

kde první nerovnost plyne z Jensenovy nerovnosti pro funkci g(x) =
√

x. Zároveň
poslední získáváme z Minkowského nerovnosti aplikovanou na střední hodnotu.
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Dále máme z vlastnosti Vr a (2.2)

k∑︂
r=1

√︂
E |Vr|2√︂
kh(pn)

∼
k∑︂

r=1

√︂
h(qn)√︂
kh(pn)

∼

⌜⃓⃓⎷kh(qn)
h(pn) .

Pokud tedy vybereme posloupnosti k, qn, pn → ∞ pro n → ∞, které také splňují

kh(qn)
h(pn) −→ 0, (2.6)

dostáváme

E

⃓⃓⃓⃓
⃓⃓ k∑︂
r=1

Vr√︂
kh(pn)

⃓⃓⃓⃓
⃓⃓ −−−−→

n−→∞
0.

Konvergenci v pravděpodobnosti budeme dokazovat z definice. Označme si
Y = ∑︁k

r=1
Vr√

kh(pn)
a nechť ε > 0.

P (|Y | > ε) = E(1 [|Y | > ε]) ≤ E |Y |
ε

∼ kh(qn)
h(pn)

1
ε

−−−−→
n−→∞

0.

Tedy platí (2.5).
Nyní si zadefinujeme následující značení, která nám budou usnadňovat zápis:

Gr,n(x) = P
⎛⎝ Ur√︂

kh(pn)
≤ x

⎞⎠ ,

A(r, n, mr, δ) =

⎧⎨⎩mrδ <
Ur√︂

kh(pn)
≤ (mr + 1)δ

⎫⎬⎭ ,

kde mr ∈ Z a δ > 0. Funkce Gr,n(x) značí distribuční funkci náhodné veličiny
Ur√

kh(pn)
.

Poznamenejme, že

∑︂
(m1+...+mk+k)δ≤x

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

≤ P
⎛⎝ k∑︂

r=1

Ur√︂
kh(pn)

≤ x

⎞⎠ (2.7)

≤
∑︂

(m1+...+mk)δ≤x

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

. (2.8)

Ukážeme si pouze platnost nerovnosti (2.7). Důkaz (2.8) je obdobný.

∑︂
(m1+...+mk+k)δ≤x

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

=
∑︂

(m1+...+mk+k)δ≤x

P
⎛⎝ k⋂︂

r=1

⎧⎨⎩mrδ <
Ur√︂

kh(pn)
≤ (mr + 1)δ

⎫⎬⎭
⎞⎠

= P
⎛⎝ ⋃︂

(m1+...+mk+k)δ≤x

k⋂︂
r=1

⎧⎨⎩mrδ <
Ur√︂

kh(pn)
≤ (mr + 1)δ

⎫⎬⎭
⎞⎠
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≤ P
⎛⎝ k∑︂

r=1

Ur√︂
kh(pn)

≤ x

⎞⎠ .

Suma ∑︂
(m1+...+mk+k)δ≤x

P
⎛⎝ k⋂︂

r=1

⎧⎨⎩ Ur√︂
kh(pn)

≤ (mr + 1)δ

⎫⎬⎭
⎞⎠

nám říká, že

∀r ∈ {1,...,k} Ur√︂
kh(pn)

≤ (mr + 1)δ pro
k∑︂

r=1
(mr + 1)δ ≤ x.

Zároveň pro všechny možnosti výběru m1, m2,..., mk jsou ⋂︁k
r=1 A(r, n, mr, δ) dis-

junktní. Tedy nám platí rovnosti a nerovnosti výše. Nyní si ukážeme, proč by
měla druhá nerovnost (2.8) platit a celkovou myšlenku dokazovaných nerovností.
V případě, že bychom měli pouze dva sčítance, dostáváme následující obrázek.

Obrázek 2.2: Obsah trojúhelníku [0,0], [x,0], [0,x] využit při nerovnostech.

Jedná se o obsah trojúhelníku [0,0], [x,0], [0,x], kde jednotlivé čtverce repre-
zentují Ur√

kh(pn)
pro jednotlivé možnosti výběru m1, m2,...,mk (je zde vidět, že jsou

disjunktní). Diagonála nám určuje hodnotu hranice x. Na obrázku vlevo je zná-
zorněná právě již dokázaná první nerovnost. Počítáme tedy s celými čtverci, které
jsou obsaženy v trojúhelníku.

Co se týče pravého, ten nám přibližuje případ zbylé nerovnosti (2.8). Z plat-
nosti ∑︂

(m1+...+mk)δ≤x

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

= P
⎛⎝ ⋃︂

(m1+...+mk)δ≤x

k⋂︂
r=1

⎧⎨⎩mrδ <
Ur√︂

kh(pn)
≤ (mr + 1)δ

⎫⎬⎭
⎞⎠

můžeme vidět, že

(m1 + ... + mk)δ ≤ x =⇒ ∃ m1, m2,..., mk : (m1 + ... + mk + 1)δ > x.

Tedy sčítáme-li přes všechny k- tice m1, m2,..., mk, které mají vlastnost výše, pak
mezi nimi nalezneme takové, že (m1 + ... + mk + 1)δ > x. To jsou právě ty čtverce
na druhém obrázku, které jsou trojúhelníkem [0,0], [x,0], [0,x] zasažené.
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Lemma 3. Pro značení, která jsme si zavedli výše, platí

P
⎛⎝ max

r=1,...,k

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓ > tk

⎞⎠ ≤ ε, (2.9)

pokud tk =
√︂

k
ε

a pro dostatečně velká n.

Důkaz. Nechť ε > 0. K důkazu využijeme Čebyševovu nerovnost. Z ní vyplývá
následující:

P
⎛⎝ max

r=1,...,k

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓ > tk

⎞⎠ = P

⎛⎜⎝
⎛⎝ max

r=1,...,k

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓
⎞⎠2

> t2
k

⎞⎟⎠

≤ E
⎛⎝ max

r=1,...,k

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓
⎞⎠2

ε

k
. (2.10)

Dále nám platí, že

E
⎛⎝ max

r=1,...,k

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓
⎞⎠2

≤ E

⎡⎢⎣
⎛⎝ k∑︂

r=1

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓
⎞⎠2
⎤⎥⎦ .

Nerovnost získáváme, jelikož maximu přes nezáporné hodnoty je menší nebo rovno
než součet těchto hodnot. Poté máme⌜⃓⃓⃓

⎷⃓E

⎡⎢⎣
⎛⎝ k∑︂

r=1

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓
⎞⎠2
⎤⎥⎦ ≤

k∑︂
r=1

√︂
E |Ur|2√︂
kh(pn)

=
k∑︂

r=1

√︃
h(pn)

(︂
1 + on(1)

)︂
√︂

kh(pn)
=

k∑︂
r=1

√︃(︂
1 + on(1)

)︂
√

k
=
√︃

k
(︂
1 + on(1)

)︂
,

kde on(1) značí posloupnost jdoucí k nule pro n → ∞. První nerovnost nám
plyne z Minkowského nerovnosti a první rovnost z předpokladu (2.2). To jest pro
dostatečně velká n dostáváme

E
⎛⎝ max

r=1,...,k

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓
⎞⎠2

≤ E

⎡⎢⎣
⎛⎝ k∑︂

r=1

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓
⎞⎠2
⎤⎥⎦ ≤ k.

Tudíž získáváme z (2.10)

P
⎛⎝ max

r=1,...,k

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓ > tk

⎞⎠ ≤ ε.
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Lemma 4.⃓⃓⃓⃓
⃓⃓ ∑︂
(m1+...+mk)δ≤x

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

−
∑︂

(m1+...+mk)δ≤x

k∏︂
r=1

P(A(r, n, mr, δ))

⃓⃓⃓⃓
⃓⃓ (2.11)

< k
(︃2tk

δ

)︃k

f(qn) + 2ε,

pro ε > 0.

Důkaz. Pravděpodobnost všech množin ⋂︁k
r=1 A(r, n, mr, δ), pro které je

max
r=1,...,k

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓ > tk,

je nejvýše ε. K výsledku jsme dospěli pomocí lemma 3 (2.2), jelikož oba členy
odhadneme právě ε . Mějme nyní posloupnosti množin, pro které platí

max
r=1,...,k

⃓⃓⃓⃓
⃓⃓ Ur√︂

kh(pn)

⃓⃓⃓⃓
⃓⃓ ≤ tk.

Opakovanou aplikací strong mixing condition dostáváme:⃓⃓⃓⃓
⃓P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

−
k∏︂

r=1
P(A(r, n, mr, δ))

⃓⃓⃓⃓
⃓ ≤ (k − 1)f(qn) < kf(qn), (2.12)

kde funkce f(m) je ze znění (2.1). Abychom dokázali (2.12), využijeme indukci.
Pro k = 2 se jedná o samotnou strong mixing condition. Budeme předpokládat,
že (2.12) platí pro k a chceme ukázat platnost pro k + 1. Pro snadnější zápis
budeme značit Ar = A(r, n, mr, δ).⃓⃓⃓⃓

⃓P
(︄

k+1⋂︂
r=1

Ar

)︄
−

k+1∏︂
r=1

P(Ar)
⃓⃓⃓⃓
⃓ =

⃓⃓⃓⃓
⃓P
(︄

Ak+1 ∩
k⋂︂

r=1
Ar

)︄
− P (Ak+1) · P

(︄
k⋂︂

r=1
Ar

)︄
+ P (Ak+1) · P

(︄
k⋂︂

r=1
Ar

)︄
−

k+1∏︂
r=1

P(Ar)
⃓⃓⃓⃓
⃓

≤
⃓⃓⃓⃓
⃓P
(︄

Ak+1 ∩
k⋂︂

r=1
Ar

)︄
− P (Ak+1) · P

(︄
k⋂︂

r=1
Ar

)︄⃓⃓⃓⃓
⃓

+
⃓⃓⃓⃓
⃓P (Ak+1) · P

(︄
k⋂︂

r=1
Ar

)︄
−

k+1∏︂
r=1

P(Ar)
⃓⃓⃓⃓
⃓ ≤ f(qn) + (k − 1)f(qn) |P (Ak+1)|

≤ f(qn) + (k − 1)f(qn) · 1 = kf(qn) < (k + 1)f(qn).
Druhou nerovnost získáváme díky tomu, že vzdálenost mezi jednotlivými
U1, U2,..., Uk je právě qn, a indukčnímu předpokladu. Tedy nám platí (2.12).

Z obrázku 2.3 vidíme, že pro právě jedno Ur√
kh(pn)

máme, že takových množin

je 2tk

δ
. My však počítáme s ⋂︁k

r=1 A(r, n, mr, δ), tedy množin takového tvaru je(︂
2tk

δ

)︂k
. Z poznatků výše nám vyplývá naše nerovnost.

11



Obrázek 2.3: Interval pro jeden tvar množiny.

Nyní si zadefinujeme náhodné veličiny ˜︂Ur, kde ˜︂Ur má stejné rozdělení jako
náhodná veličina Ur pro r = 1, 2, ..., k (mají i stejné vlastnosti), avšak na roz-
díl od nich jsou vzájemně nezávislé. Označme si konvoluci distribučních funkcí
G1,n(x), ..., Gk,n(x), kde se jedná postupně o distribuční funkce náhodných veličin˜︂U1, ˜︂U2,..., ˜︂Uk, následovně:

G1,n ∗ ... ∗ Gk,n(x).
Zároveň platí, že

G1,n ∗ ... ∗ Gk,n(x) ≤
∑︂

(m1+...+mk)δ≤x

k∏︂
r=1

P(A(r, n, mr, δ)) (2.13)

≤ G1,n ∗ ... ∗ Gk,n(x + kδ),

G1,n ∗ ... ∗ Gk,n(x − kδ) <
∑︂

(m1+...+mk+k)δ≤x

k∏︂
r=1

P(A(r, n, mr, δ)) (2.14)

≤ G1,n ∗ ... ∗ Gk,n(x).
K důkazu vlastností výše budeme využívat nerovnosti (2.7) a (2.8), kde si musíme
uvědomit, že ˜︂U1, ˜︂U2,..., ˜︂Uk jsou nezávislé, tudíž

∑︂
(m1+...+mk)δ≤x

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

=
∑︂

(m1+...+mk)δ≤x

k∏︂
r=1

P(A(r, n, mr, δ))

a obdobně pro součet přes (m1 + ... + mk + k)δ ≤ x.
Dokážeme si pouze (2.13) a (2.14) se dokáže analogicky. Konvoluce distribuč-

ních funkcí nezávislých náhodných veličin je rovna rozdělení součtu těchto veličin,
proto nám platí

G1,n ∗ ... ∗ Gk,n(x) = P
⎛⎝ k∑︂

r=1

˜︂Ur√︂
kh(pn)

≤ x

⎞⎠ ≤
∑︂

(m1+...+mk)δ≤x

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

=
∑︂

(m1+...+mk)δ≤x

k∏︂
r=1

P(A(r, n, mr, δ)).

Zároveň máme pro z = x + kδ z (2.7)

G1,n∗...∗Gk,n(z) = P
⎛⎝ k∑︂

r=1

˜︂Ur√︂
kh(pn)

≤ z

⎞⎠ ≥
∑︂

(m1+...+mk+k)δ≤z

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄
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=
∑︂

(m1+...+mk)δ≤x

k∏︂
r=1

P(A(r, n, mr, δ)).

Obdržíme tedy nakonec (2.13).
Dále dostáváme rovnosti

var
˜︂Ur√︂

kh(pn)
= 1

kh(pn) var
⎛⎝ rpn+(r−1)qn∑︂

j=(r−1)(pn+qn)+1
Xj

⎞⎠

= 1
kh(pn)E

⎛⎝ rpn+(r−1)qn∑︂
j=(r−1)(pn+qn)+1

Xj

⎞⎠2

∼ 1
kh(pn)h(pn) = 1

k

⇒ var
k∑︂

r=1

˜︂Ur√︂
kh(pn)

= k var
˜︂Ur√︂

kh(pn)
∼ 1,

což nám plyne z toho, že ˜︂Ur pro r = 1,..., k jsou nezávislé. Zároveň z předpokladů
víme, že

E
⎛⎝ rpn+(r−1)qn∑︂

j=(r−1)(pn+qn)+1
Xj

⎞⎠ = 0.

Náhodné veličiny ˜︂Ur pro r = 1,...,k jsou tedy nezávislé a splňují podmínky výše.
Ze standardní centrální limitní věty nám plyne

G1,n ∗ ... ∗ Gk,n(x) = P
⎛⎝ k∑︂

r=1

˜︂Ur√︂
kh(pn)

≤ x

⎞⎠ −−−−→
k−→∞

Φ(x),

kde Φ(x) je distribuční funkce normovaného normálního rozdělení.
Nyní chceme, aby platilo k, pn, qn → ∞, kpn ∼ n, kδ → 0 pro n → ∞ tak, aby

k
(︃2tk

δ

)︃k

f(qn) → 0, (2.15)

kh(qn)
h(pn) → 0.

Podmínku (2.15) získáváme z lemmatu 2 a druhá je potřeba dokázat z první části
důkazu (2.6).

Nejdříve předvedeme důkaz (2.15). Položme δ = 1
k2 . Vidíme, že stále platí

kδ → 0. Z našeho označení

tk =
√︄

k

ε

plyne

k
(︃2tk

δ

)︃k

= k
5k
2 +1 2k

ε
k
2

≤ k5kCk,

kde C = 2√
ε
. Člen Ck jde k nekonečnu pomaleji než k5k, proto se budeme zaobírat

rychleji rostoucím členem. Chceme tedy

k5kf(qn) = e5k log k+log f(qn) < ek2+log f(qn) → 0.
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První nerovnost dostáváme díky platnosti 5k log k ≪ k2. Tedy obdržíme

k2 + log f(qn) < 0 ⇒ k2 < − log f(qn) ⇒ k <
√︂

− log f(qn).

Víme z toho, jakým způsobem jsme si zadefinovali funkci f(x), že f(qn) −−−−→
n−→∞

0.

Proto mínus je pod odmocninou správné (funkce log(x) je na okolí 0 záporná).
Tedy pro k

k <
√︂

− log f(qn),

naše podmínka (2.15) bude splněna a rozdíl (2.11) bude menší než 2ε pro ε > 0
a n, k,qn, pn → ∞. Lemma 4 nám vlastně říká, že menšenec a menšitel se nám
bude lišit o libovolně malé ε̃ > 0.

Pro důkaz (2.6) budeme vycházet z našeho předpokladu (2.2). Víme, že

h(n) ∼ E
(︃ n∑︂

j=1
Xj

)︃2
.

Zároveň z vlastností, které jsme si zmínili v úvodu důkazu, platí tyto rovnosti
a nerovnosti:⌜⃓⃓⃓

⎷E
⎛⎝ n∑︂

j=1
Xj

⎞⎠2

=

⌜⃓⃓⃓
⎷E

⎛⎝ k∑︂
r=1

Ur +
k∑︂

r=1
Vr

⎞⎠2

≤

⌜⃓⃓⃓
⎷E

⎛⎝ k∑︂
r=1

Ur

⎞⎠2

+

⌜⃓⃓⃓
⎷E

⎛⎝ k∑︂
r=1

Vr

⎞⎠2

≤
k∑︂

r=1

⌜⃓⃓⃓
⎷E

⎛⎝ rpn+(r−1)qn∑︂
j=(r−1)(pn+qn)+1

Xj

⎞⎠2

+
k∑︂

r=1

⌜⃓⃓⃓
⎷E

⎛⎝ r(pn+qn)∑︂
j=rpn+(r−1)qn+1

Xj

⎞⎠2

∼
k∑︂

r=1

√︂
h(pn) +

k∑︂
r=1

√︂
h(qn) = k

(︃√︂
h(pn) +

√︂
h(qn)

)︃
≤ k

(︃
2
√︂

h(pn)
)︃

.

První a druhá nerovnost vyplývá z Minkowského nerovnosti a vyjádření Ur a Vr

podle našeho zadefinování. Dále jsme využili předpokladu (2.2) a toho, že funkce
h(n) je rostoucí pro n → ∞ a qn

pn
→ 0 (posloupnost qn roste pomaleji). Máme

h(n) ∼ E
⎛⎝ n∑︂

j=1
Xj

⎞⎠2

≤ 4k2h(pn).

To jest obdržíme
1

h(pn) ≤ 4k2

h(n) ,

a tím pádem
kh(qn)
h(pn) ≤ 4k3h(qn)

h(n) .

Tedy podmínka (2.6) je splněna pro h(qn) = o
(︂

h(n)
k3

)︂
, jelikož platí

o
(︂

h(n)
k3

)︂
h(n)
k3

−−−−→
n−→∞

0.
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Nyní si shrneme poznatky, které jsme během důkazu ukázali. Budeme před-
pokládat, že posloupnosti splňují k, pn, qn → ∞, kpn ∼ n, kδ → 0 pro n → ∞
a platí podmínky (2.15), (2.6) za zmíněných předpokladů. Poté

P
⎛⎝ k∑︂

r=1

Ur√︂
kh(pn)

≤ x

⎞⎠ ≤
∑︂

(m1+...+mk)δ≤x

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

<
∑︂

(m1+...+mk)δ≤x

k∏︂
r=1

P(A(r, n, mr, δ)) + ε̃ ≤ G1,n ∗ ... ∗ Gk,n(x + kδ) + ε̃,

P
⎛⎝ k∑︂

r=1

Ur√︂
kh(pn)

≤ x

⎞⎠ ≥
∑︂

(m1+...+mk+k)δ≤x

P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

>
∑︂

(m1+...+mk+k)δ≤x

k∏︂
r=1

P(A(r, n, mr, δ)) − ε̃ ≥ G1,n ∗ ... ∗ Gk,n(x − kδ) − ε̃.

Postupně používáme lemma 4, (2.13), (2.14) a (2.10).
Dále jsme si dokázali, že platí následující:

G1,n ∗ ... ∗ Gk,n(x + kδ) + ε̃ −→ Φ(x) + ε̃,

G1,n ∗ ... ∗ Gk,n(x − kδ) − ε̃ −→ Φ(x) − ε̃,

kde Φ(x) je distribuční funkce normovaného normálního rozdělení a ε̃ > 0 libo-
volné (tedy i libovolně malé). Musíme zde též podotknout, že kδ → 0 a Φ(x) je
spojitá funkce. Dále využijeme větu o dvou strážnicích. Nakonec nám tedy plyne

k∑︂
r=1

Ur√︂
kh(pn)

d−−−−→
n−→∞

N(0,1).

Spolu s (2.5) a Cramér-Sluckého větou získáváme

Sn√︂
kh(pn)

=
k∑︂

r=1

Ur√︂
kh(pn)

+
k∑︂

r=1

Vr√︂
kh(pn)

d−−−→
n→∞

N (0,1).

2.3 Příklad
V této kapitole si zmíníme příklad posloupnosti náhodných veličin, které spl-

ňují strong mixing condition a centrální limitní větu pro závislé náhodné veličiny
dokázané výše.

Uvažujme náhodné veličiny Y−l, Y−l+1, Y−l+2,..., které jsou nezávislé stejně roz-
dělené nabývající hodnot ±1 a l ∈ N. Pro pravděpodobnosti platí

P(Yi = 1) = 1
2 a P(Yi = −1) = 1

2 ∀i ∈ {−l, −l + 1,...} .
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Nyní si definujeme náhodné veličiny následujícím způsobem:

Xi =
i+l∑︂

j=i−l

Yj.

Náhodné veličiny X1, X2, X3,... se nazývají klouzavé průměry a jsou závislé. Pro
lepši představu si zde rozepíšeme pár členů pro l = 2.

X1 =
1+2∑︂

j=1−2
Yj = Y−1 + Y0 + Y1 + Y2 + Y3,

X2 =
2+2∑︂

j=2−2
Yj = Y0 + Y1 + Y2 + Y3 + Y4,

X3 =
3+2∑︂

j=3−2
Yj = Y1 + Y2 + Y3 + Y4 + Y5,

X4 =
4+2∑︂

j=4−2
Yj = Y2 + Y3 + Y4 + Y5 + Y6,

X5 =
5+2∑︂

j=5−2
Yj = Y3 + Y4 + Y5 + Y6 + Y7,

X6 =
6+2∑︂

j=6−2
Yj = Y4 + Y5 + Y6 + Y7 + Y8.

Vidíme, že pro l = 2 jsou X1 a Xm nezávislé pro m ≥ 6.
Pro obecné l ∈ N máme, že Xi je nezávislá s náhodnými veličinami Xm pro

m ≥ i+2l +1. Znovu se podíváme na ekvivalentní znění strong mixing condition:⃓⃓⃓
P[(X1, ..., Xi) ∈ A ∩ (Xi+m, Xi+m+1,...) ∈ B]−

−P[(X1, ..., Xi) ∈ A] · P[(Xi+m, Xi+m+1,...) ∈ B]
⃓⃓⃓
≤ f(m),

pro všechna i,m ∈ N, množiny A, B a funkci f(m) → 0 pro m → ∞.
Z poznatku výše víme, že pro m ≥ i + 2l + 1 jsou Xm nezávislé náhodné

veličiny s Xi. Tedy pravděpodobnosti v podmínce se pro m ≥ i + 2l + 1 rovnají
a z toho nám plyne, že rozdíl bude roven nule (funkci f(m) budeme moci položit
nule). Výsledek je, že posloupnost náhodných veličin X1, X2, X3,... splňuje naši
strong mixing condition.

Nyní se zaměříme na výpočet středních hodnot X1, X2, X3,...:

EYj = 1 · 1
2 + (−1) · 1

2 = 0 ∀j ∈ {−l, −l + 1,...} =⇒ Yj jsou centrované,

EXi = E
i+l∑︂

j=i−l

Yj =
i+l∑︂

j=i−l

EYj = 0 l,i ∈ N =⇒ Xi jsou centrované.

V této části budeme uvažovat l = 2 (pokud nebude řečeno jinak) a podíváme
se na výše zmíněných prvních šest členů. Pro jejich součet platí

X1 + X2 + X3 + X4 + X5 + X6 = 1Y−1 + 2Y0 + 3Y1 + 4Y2
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+5Y3 + 5Y4 + 4Y5 + 3Y6 + 2Y7 + 1Y8.

Dále získáváme, že

E
(︄ 6∑︂

i=1
Xi

)︄2

= E (1Y−1 + 2Y0 + 3Y1 + 4Y2 + 5Y3 + 5Y4 + 4Y5 + 3Y6 + 2Y7 + 1Y8)2

= EY 2
−1 + 4EY 2

0 + 9EY 2
1 + 16EY 2

2 + 25EY 2
3 + 25EY4 + 16EY 2

5

+9EY 2
6 + 4EY 2

7 + EY 2
8 = (2 · 30 + 2 · 25) · 1.

Druhou rovnost dostáváme díky tomu, že náhodné veličiny Y−1,...,Y8 jsou nezá-
vislé, a poslední vyplývá z toho, že

EY 2
i = 12 · 1

2 + (−1)2 · 1
2 = 1 ∀i ∈ {−1, 0,...,8} .

Tedy máme

var
(︄ 6∑︂

i=1
Xi

)︄
= E

(︄ 6∑︂
i=1

Xi

)︄2

−
(︄

E
(︄ 6∑︂

i=1
Xi

)︄)︄2

= 110.

Nyní, když jsme se podívali na součet konkrétního počtu náhodných veličin,
budeme mít lepší představu, jak to bude vypadat pro obecný případ. Z předpo-
kladu (2.2) chceme spočítat

E
(︄ pn∑︂

i=1
Xi

)︄2

∼ h(pn).

Pro výpočet funkce h(pn) využijeme analogický postup, který jsme si ukázali
výše. Platí následující

pn∑︂
i=1

Xi = 1Y−1 + 2Y0 + 3Y1 + 4Y2 +
pn−4⏟ ⏞⏞ ⏟

5Y3 + ... + 5Ypn−2

+4Ypn−1 + 3Ypn + 2Ypn+1 + Ypn+2,

E
(︄ pn∑︂

i=1
Xi

)︄2

= EY 2
−1 + 4EY 2

0 + 9EY 2
1 + 16EY 2

2 +
pn−4⏟ ⏞⏞ ⏟

25EY 2
3 + ... + 25EYpn−2

+16EY 2
pn−1 + 9EY 2

pn
+ 4EY 2

pn+1 + EY 2
pn+2 = (2 · 30 + (pn − 4) · 25) · 1,

kde zdůvodnění rovností je stejné jako u případu pro prvních šest členů. Dostá-
váme tedy

h(pn) ∼ (60 + (pn − 4) · 25) −−−→
n→∞

∞.

Na obrázku 2.4 můžeme vidět, jak bychom rozdělili součet
Sn = ∑︁n

j=1 Xj na části, které jsme si zavedli na začátku důkazu věty.
V našem příkladě dostáváme pro qn = 6

U1 =
pn∑︂

j=1
Xj a V1 =

pn+6∑︂
j=pn+1

Xj,
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Obrázek 2.4: Příklad.

U2 =
2pn+6∑︂

j=pn+6+1
Xj a V2 =

2(pn+6)∑︂
j=2pn+7

Xj,

...

Pevná volba qn = 6 je zde správná a zároveň

6
pn

−−−→
n→∞

0.

Jelikož víme, že Xi a Xm jsou nezávislé pro m ≥ i+5, dostáváme, že U1, U2,..., Uk

jsou nezávislé náhodné veličiny (viz obrázek 2.4). V lemma 4 nám dokonce platí⃓⃓⃓⃓
⃓P
(︄

k⋂︂
r=1

A(r, n, mr, δ)
)︄

−
k∏︂

r=1
P(A(r, n, mr, δ))

⃓⃓⃓⃓
⃓ = 0.

Z toho nám též plyne (a z poznatků výše), že posloupnost pn a qn splňují pod-
mínky (2.6) a (2.15). Když se vrátíme do důkazu věty, kterým jsme se zaobírali
v minulé podkapitole, zaváděli jsme si zde pomocné nezávislé náhodné veličiny˜︂U1,...,˜︂Uk. V našem příkladě již U1,...,Uk jsou nezávislé a můžeme na ně aplikovat
standardní centrální limitní větu.

Platí nám tedy centrální limitní věta pro závislé náhodné veličiny X1, X2,...

Sn√︂
k(60 + (pn − 4) · 25)

d−−−→
n→∞

N (0,1).

2.3.1 Simulace příkladu
Nyní výsledky výše představíme na konkrétních příkladech. Mějme n = 10000

a qn = 6. Budeme uvažovat tři možnosti volby parametrů pn a k, které by nám
měly lépe přiblížit, jaké hodnoty parametrů je vhodné volit. Simulace budeme
provádět v programu RStudio.

První možnost:

k = 100 =⇒ pn + qn = 100 =⇒ pn = 94 =⇒ qn

pn

= 6
94 ,

Sn√︂
100 · (60 + (94 − 4) · 25)

= Sn√
231000

má přibližně N (0,1).

Vidíme, že podíl qn a pn je malé číslo a vylučujeme poměrně více úseků s indexy
qn (jedná se o části, které nám „ruší“ nezávislost).
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Druhá možnost:

k = 200 =⇒ pn + qn = 50 =⇒ pn = 44 =⇒ qn

pn

= 6
44 ,

Sn√︂
200 · (60 + (44 − 4) · 25)

= Sn√
212000

má přibližně N (0,1).

V druhé možnosti jsme zvolili k = 200, tudíž dostaneme více náhodných veličin
Ur, měla by tedy lépe fungovat standardní centrální limitní věta. Na rozdíl od
prvního příkladu máme podíl qn

pn
= 6

44 , což je již poměrně větší číslo, než jsme
měli výše. Zároveň vylučujeme větší počet částí qn.

Třetí možnost:

k = 50 =⇒ pn + qn = 200 =⇒ pn = 194 =⇒ qn

pn

= 6
194 ,

Sn√︂
50 · (60 + (194 − 4) · 25)

= Sn√
240500

má přibližně N (0,1).

Podíl qn

pn
a počet vyloučených částí qn je v posledním případu nejmenší. Co se

náhodných veličin U1,...,U50 týče, máme jich nejméně. Tudíž nám z toho vyplývá,
že pro centrální limitní větu, aplikovanou na tyto náhodné veličiny, by tento
případ měl být nejméně vhodný ze všech tří.

Z vlastností, které jsme si uvedli v úvodu příkladu, dostáváme

Sn =
10000∑︂
j=1

Xj = Y−1 + 2Y0 + 3Y1 + 4Y2 + 5Y3 + ... + 5Y9998

+4Y9999 + 3Y10000 + 2Y10001 + Y10002

= 5 ·
9998∑︂
i=3

Yi + 4(Y2 + Y9999) + 3(Y1 + Y10000) + 2(Y0 + Y10001) + (Y−1 + Y10002).

Následně

Yi = 2
(︃

Vi − 1
2

)︃
= 2Vi − 1 Vi ∼ Alt

(︃1
2

)︃
∀i ∈ {−1,..., 10002}

=⇒
k∑︂

i=1
Yi = 2Bk − k , kde Bk ∼ Bi

(︃
k,

1
2

)︃
=⇒ Sn = 5(2B9996 − 9996) + 4(2B2 − 2) + 3(2B2 − 2) + 2(2B2 − 2) + (2B2 − 2).
Příklad bude tedy simulován generováním 1000 náhodných veličin Sn1 ,...,Sn1000 ,
které budou určeny binomickým rozdělením. Výpočty provedeme pro všechny tři
možnosti uvedené na počátku zadání simulace. Dané výsledky následně porov-
náme.

Pro zjednodušení zápisu budeme nadále uvažovat

Ti = Sni√
231000

,

Ri = Sni√
212000

,
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Qi = Sni√
240500

pro ∀i ∈ {1, 2,..., 1000} . Poté jednotlivé četnosti spočtených hodnot náhodných
veličin

Ti, Ri, Qi ∀i ∈ {1, 2,..., 1000}

zaneseme do histogramu, ve kterých vykreslíme též graf hustoty normovaného
normálního rozdělení (červená křivka v histogramu). Tímto způsobem můžeme
nejlépe rozhodnout, zda dané náhodné veličiny mají přibližně rozdělení N (0,1).

Z provedené simulace níže vyplývá, že všechny histogramy pro všechny tři
možnosti se nám extrémně neliší. Tedy pro všechny tři možnosti náhodné veličiny
Ti, Ri, Qi konvergují k normovanému normálnímu rozdělení. Avšak mírný rozdíl
je vidět na obrázku 2.6, který nám představuje případ druhý. Lze si všimnout, že
histogram je mírně posunutý doprava. Tedy střední hodnota ERi bude o něco málo
větší než 0 a zároveň než střední hodnoty zbylých náhodných veličin Ti, Qi. Co se
rozptylu var Ri týče, ten bude také oproti rozptylu Ti, Qi větší (viz tabulka 2.1).
Dále můžeme vidět z obrázků 2.5, 2.6 a 2.7, že čím blíže jdeme k hodnotě 0, tím
se nám histogramy více liší.

Střední hodnota Rozptyl
Ti 0.0333 1.0269
Ri 0.0348 1.0719
Qi 0.0326 1.0063

Tabulka 2.1: Tabulka středních hodnot a rozptylů náhodných veličin Ti, Ri, Qi.

První možnost

hodnoty velicin T_i

ce
tn

os
t

−4 −2 0 2 4

0
10

20
30

40

N(0,1)

Obrázek 2.5: Četnost vygenerovaných náhodných veličin Ti.

Pokud se nyní podíváme na grafy empirických distribučních funkcí náhodných
veličin Ti, Ri a Qi (obrázky 2.8, 2.9, 2.10), zjistíme, že velmi dobře aproximují
distribuční funkci normovaného normálního rozdělení. Ta je znázorněna v grafu
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Druhá možnost

hodnoty velicin R_i

ce
tn

os
t

−4 −2 0 2 4

0
10

20
30

40

N(0,1)

Obrázek 2.6: Četnost vygenerovaných náhodných veličin Ri.

modrou křivkou. Tudíž i zde máme potvrzeno, že náhodné veličiny zmíněné výše
konvergují k rozdělení N (0,1).

Z obrázku 2.9 dostáváme, že pro tuto možnost se nám empirická distribuční
funkce nejméně přibližuje k distribuční funkci normovaného normálního rozdělení.
Pro větší podíl qn

pn
nám tudíž náhodné veličiny Ri pomaleji konvergují k N (0,1),

ale i přesto je konvergence velice dobrá.
Ze simulace nám vyplývá, že čím menší je podíl qn

pn
, tím rychleji nám dané

náhodné veličiny konvergují k N (0,1).
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Tretí možnost

hodnoty velicin Q_i

ce
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t
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50 N(0,1)

Obrázek 2.7: Četnost vygenerovaných náhodných veličin Qi.
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Obrázek 2.8: Empirická distribuční funkce vygenerovaných náhodných veličin Ti.
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Obrázek 2.9: Empirická distribuční funkce vygenerovaných náhodných veličin Ri.
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Obrázek 2.10: Empirická distribuční funkce vygenerovaných náhodných veličin
Qi.
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Závěr
V práci jsme podrobně ukázali platnost centrální limitní věty pro závislé ná-

hodné veličiny. To jest za určitých předpokladů závislé náhodné veličiny mají
asymptoticky normované normální rozdělení. Důkaz byl poněkud rozsáhlý, proto
jsme si ho rozdělili na jednotlivé části. Článek Rosenblatt (1956), z něhož jsme
především čerpali, obsahoval několik málo překlepů a menší chyby, které jsme
zároveň opravili.

Dále jsme získané výsledky ilustrovali na konkrétním příkladu klouzavých
průměrů. Závěrem práce jsme si nasimulovali tři možnosti volby posloupností,
které jsme si zavedli během důkazu. Zjistili jsme, že všechny tři možnosti volby
posloupností velice dobře aproximují hustotu normovaného normálního rozdělení.
Avšak pokud zvolíme posloupnosti takové, že podíl qn

pn
je menší, pak konvergence je

rychlejší. Výsledky jsme získaly též z porovnání empirických distribučních funkcí
a distribuční funkce normovaného normálního rozdělení.
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