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Úvod

S narastajúcimi technologickými pokrokmi v oblasti ukladania a manipulácie
dát sa stáva stále dôležiteǰśım vediet’ pracovat’ s obrovskými dátovými súbormi,
ktoré sú charakteristické pre pojem ”Big Data”. Dátová veda, ako vedecká dis-
cipĺına, ktorá sa zaoberá analýzou, interpretáciou a predikciou dát, sa preto stáva
nevyhnutnou súčast’ou v mnohých oblastiach, vrátane obchodu, financíı, marke-
tingu, vedeckého výskumu a mnohých d’aľśıch.

Jednou z najdôležiteǰśıch úloh v tejto oblasti je už zmienená predikcia, ktorá
umožňuje odhadnút’ budúce hodnoty (ako napŕıklad ceny akt́ıv alebo vývoj úroko-
vej miery) na základe dostupných dát. Pre konštrukciu predpoved́ı väčšinou
využ́ıvame rôzne štatistické ale aj neštatistické pŕıstupy, ktoré sa môžu odlǐsovat’

predpokladmi, ktoré sú kladené na štruktúru a povahu dát. Často uvažujeme,
že pozorované dáta sú realizácie náhodných velič́ın a snaž́ıme sa nájst’ prevdepo-
dobnostný model, ktorý by im mohol zodpovedat’. Vo všeobecnosti existujú dva
hlavné typy a to bodová a intervalová predikcia.

Bodová predikcia je jednoduchá a intuit́ıvna metóda, ktorá nám poskytuje
jednu konkrétnu hodnotu ako odhad budúcej hodnoty na základe dostupných
dát. Tento odhad sa zvyčajne rob́ı pomocou rôznych štatistických metód, ako je
napŕıklad lineárna regresia. Avšak, pri bodovej predikcii nemáme informáciu o
tom, nakol’ko je daný odhad spol’ahlivý a ako vel’mi sa môže ĺı̌sit’ od skutočnej
hodnoty.

Na druhej strane, intervalová predikcia poskytuje celý interval hodnôt, ktorý
bude pokrývat’ budúcu hodnotu na danej úrovni spol’ahlivosti, č́ım sme schopńı
kvantifikovat’ úroveň neistoty v našej predikcíı. Typicky, úroveň spol’ahlivosti zod-
povedá hodnote 1− α, kde α voĺıme z intervalu (0,1).

Ciel’om bakalárskej práce je zoznámit’ čitatel’a s dvomi rozdielnymi typmi
konštrukcie už vyššie spomenutých predikčných intervalov a postupne prejst’ ich
pŕıslušné predpoklady a spôsob konštrukcie v jednoduchých pŕıkladoch. Na záver
oba typy predikčných intervalov porovnáme v simulačnej štúdíı.
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1. Značenie, defińıcie a vlastnosti

V tejto kapitole zavedieme jednotlivé značenia, zrekapitulujeme základné poj-
my, defińıcie a vlastnosti reálnych náhodných velič́ın a ich empirických náprotiv-
kov, ktoré budeme následne použ́ıvat’ pri konštrukcíı predikčných intervalov. Tak-
tiež sa budeme zaoberat’ definovańım predikčných intervalov a uvedieme mo-
tivačný problém na ktorom budeme v priebehu práce ilustrovat’ konštrukcie pre-
dikčných intervalov.

1.1 Vlastnosti reálnej náhodnej veličiny

Na začiatok uvedieme niekol’ko spôsobov akými môžeme charakterizovat’ roz-
delenie reálnej náhodnej veličiny. Prvým základným spôsobom jednoznačnej cha-
rakteristiky rozdelenia reálnej náhodnej veličiny je jej distribučná funkcia.

Defińıcia 1. Nech X je reálna náhodná veličina, definovaná na pravdepodob-
nostnom priestore (Ω,A,P ). Potom reálna funkcia FX(x) : R → [0,1] definovaná
predpisom

FX(x) = P [X ≤ x], (1.1)

pre všetky x ∈ R, sa nazýva distribučná funkcia reálnej náhodnej veličiny X.

Medzi d’aľsie charakteristiky rozdelenia reálnej náhodnej veličiny X patŕı
kvantilová funkcia a pŕıslušné kvantily.

Defińıcia 2. Nech FX je distribučná funkcia reálnej náhodnej veličiny X. Potom
pre všetky u ∈ (0,1) sa funkcia definovaná predpisom

F−1
X (u) = inf{x ∈ R : FX(x) ≥ u},

nazýva kvantilová funkcia reálnej náhodnej veličiny X.

Ak naviac uvažujeme distribučnú funkciu FX , ktorá je spojitá a rastúca, po-
tom kvantilová funkcia F−1

X je inverzná k funkcíı FX .

Defińıcia 3. Nech FX je distribučná funkcia reálnej náhodnej veličiny X. Potom
α-kvantil qα rozdelenia FX je ktorékol’vek reálne č́ıslo splňujúce

lim
h↘0

FX(qα − h) ≤ α a FX(qα) ≥ α.

Špeciálne v druhej kapitole práce sa stretneme aj s pŕıpadom, že rozdelenie
náhodnej veličiny X je známe až na parameter θ, ktorý predstavuje konštantu,
respekt́ıve vektor konštánt, všeobecne patriaci do priestoru Θ ⊆ Rp, kde p ∈ N.
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V takom pŕıpade hovoŕıme, že rozdelenie náhodnej veličiny X patŕı do paramet-
rickej rodiny rozdeleńı, čo budeme značit’

FX(·,θ) ∈ F := {FX(·,θ),θ ∈ Θ ⊆ Rp, p ∈ N},

kde F označuje parametrickú rodinu a Θ ⊆ Rp nazývame parametrický priestor
a predstavuje všetky možné hodnoty parametru θ ∈ Θ.

1.2 Empirické odhady

V nadchádzajúcej časti si zrekapitulujeme náhodný výber, usporiadaný ná-
hodný výber a s ńım súvisiace poriadkové štatistiky, ktoré budeme následne
využ́ıvat’ pri odhadoch charakterist́ık reálnej náhodnej veličiny uvedených v časti
1.1.

Defińıcia 4. Nech n ∈ N. Postupnost’ X1, . . . ,Xn nezávislých a rovnako rozde-
lených reálnych náhodných velič́ın, z ktorých má každá distribučnú funkciu FX

nazývame reálny náhodný výber z rozdelenia FX .

Pre označenie náhodného výberu X1, . . . ,Xn ako celku budeme použ́ıvat’ zna-
čenie Xn. Náhodný výber Xn môžeme naviac usporiadat’, č́ım nám vznikne uspo-
riadaný náhodný výber, ktorý si formálne zadefinujeme v nasledujúcej defińıcíı.

Defińıcia 5. Nech n ≥ 2 a Xn = (X1,X2, . . . ,Xn)
⊤ je reálny náhodný výber

zo spojitého rozdelenia FX . Ak usporiadame náhodné veličiny X1, . . . ,Xn od naj-
menšej po najväčšiu, źıskame usporiadaný náhodný výber

X(1) < X(2) < · · · < X(n),

kde všetky nerovnosti platia skoro iste. Hodnota X(k) predstavuje, k-tu najmenšiu
hodnotu medzi pozorovaniami X1, . . . ,Xn a nazýva sa k-ta poriadková štatistika.

V pŕıpade ak by náhodný výber pochádzal z diskrétneho rozdelenia alebo by
existovali rovnaké pozorovania vzniknuté vplyvom zaokrúhl’ovania, potom defi-
nujeme poriadkové štatistiky nasledovne

X(1) ≤ X(2) ≤ · · · ≤ X(n).

V usporiadaných reálnych náhodných výberoch vieme d’alej definovat’ aj po-
radie náhodnej veličiny.

Defińıcia 6. Porad́ım náhodnej veličiny Xi v reálnom náhodnom výbere Xn roz-
umieme prirodzené č́ıslo Ri ∈ {1, . . . ,n}, také že Xi = X(Ri).

Dôležitou vlastnost’ou poradia v náhodnom výbere je jeho diskrétne rovno-
merné rozdelenie na množine {1, . . . ,n}, čo sformalizujeme v nasledujúcej vete.

Veta 7. Nech Xn je reálny náhodný výber zo spojitého rozdelenia FX . Nech Ri je
poradie náhodnej veličiny Xi. Potom

P [Ri = k] =
1

n
, pre k ∈ {1, . . . ,n}.
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Dôkaz. Kulich (2022), str. 34, Veta 2.16.



Po zrekapitulovańı poriadkových štatist́ık, d’alej pristúpime k odhadovaniu
charakterist́ık reálnej náhodnej veličiny, ktoré boli definované v sekcíı 1.1.

Defińıcia 8. Nech Xn je reálny náhodný výber zo spojitého rozdelenia FX , potom
funkciu Fn(x) =

1

n

n
i=1

I(−∞,x](Xi),

definovanú pre x ∈ R, nazývame empirická distribučná funkcia.

Následne využijeme defińıciu empirickej distribučnej funkcie, pomocou ktorej
odhadneme kvantilovú funkciu ako

F−1
X (u) = inf{x ∈ R : Fn(x) ≥ u},

a ako empirický kvantil zvoĺıme odhad qα := F−1
X (α) pre α ∈ (0,1). Z defińıcie 8 je

však jasné, že empirická distribučná funkcia Fn je po častiach konštantná funkcia
so skokmi v bodoch X(1), . . . ,X(n) a teda empirický kvantil qα bude vhodne vy-
braná poriadková štatistika z reálneho náhodného výberu X1, . . . ,Xn, kde skoro
iste plat́ı

Fn


X(k)


≥ k

n
a Fn


X(k) − h


<

k

n
,

pre všetky h > 0 a k ∈ {1, . . . ,n}. Empirický kvantil bude teda splňovat’qα = X(kα) za podmienky, že kα = αn je celé č́ıslo, čo motivuje nasledujúcu
defińıciu.

Defińıcia 9. Nech n ∈ N, označme kα = αn, ak αn je celé č́ıslo a kα = [αn] + 1
ak αn nieje celé č́ıslo. Potom pre α ∈ (0,1) je empirický α-kvantil qα definovaný
ako kα-tá poriadková štatistika, reálneho náhodného výberu X1,X2, . . . ,Xn.

Za určitých predpokladov spojitosti rozdelenia FX je navyše empirický kvantilqα konzistentným odhadom teoretického kvantilu qα v zmysle

qα P−→ qα, pre n → ∞. (1.2)

Celé znenie tvrdenia spolu aj s dôkazom je dostupné v skriptách Kulich (2022),
str. 61, Veta 3.5.
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1.3 Predikčné intervaly

Nech X1, . . . , Xn, Xn+1 sú nezávislé a rovnako rozdelené náhodné veličiny.
Predpokladajme, že pozorovanie náhodného výberu Xn = (X1, . . . ,Xn)

⊤ máme
k dispoźıcíı a označme náhodnú veličinu Y = Xn+1, ktorej budúcu realizáciu
chceme odhadnút’. Nakol’ko z bodového odhadu nemáme informáciu o presnosti
zostrojeného odhadu, rozhodneme sa využit’ pre odhad budúcej realizácie náhod-
nej veličiny Y interval D ⊆ R s nami určenou mierou neistoty.

Interval D však nevoĺıme úplne náhodne. Ked’že náhodné veličiny X1, . . . , Xn

a Y sú rovnako rozdelené, využijeme pri konštrukcíı intervalu D pre budúce po-
zorovanie náhodnej veličiny Y , práve známy náhodný výber Xn. Ďaľśım faktorom
vplývajúcim na konštrukciu intervalu D je hodnota α ∈ (0,1), ktorá reprezentuje
prijatel’nú mieru neistoty, čo matematicky vyjadŕıme ako

P [Y ∈ Dn(Xn,α)] = 1− α,

kde interval D ≡ Dn(Xn,α) nazveme predikčný interval, ktorý si sformalizujeme
v nasledujúcej defińıcíı.

Defińıcia 10. Nech α ∈ (0,1) a Xn označuje reálny náhodný výber X1, . . . ,Xn z
rozdelenia FX . Nech náhodná veličina Y = Xn+1 má rozdelenie FX a je nezávislá
na náhodnom výbere Xn. Potom náhodný interval D ≡ Dn(Xn,α) ⊆ R nazveme
exaktný predikčný interval pre Y , ak plat́ı

P [Y ∈ Dn(Xn,α)] = 1− α.

Náhodný interval D = Dn(α,X ) ⊆ R nazveme asymptotický predikčný interval
pre Y , ak pre n → ∞ plat́ı

P [Y ∈ Dn(Xn,α)] → 1− α.

Vo všeobecnosti rozoznávame tri typy predikčných intervalov:

• Obojstranný predikčný interval Dn(Xn,α) = (L1(Xn,
α
2
),L2(Xn,1− α

2
)), kde

L1(Xn,
α
2
) : Rn × (0,1) → R a L2(Xn,1− α

2
)) : Rn × (0,1) → R sú meratel’né

zobrazenia. Náhodné veličiny L1(Xn,
α
2
) a L2(Xn,1− α

2
) naviac splňujú

P

L1


Xn,

α

2


< L2


Xn,1−

α

2


= 1;

P

L1


Xn,

α

2


> −∞


= 1;

P

L2


Xn,1−

α

2


< ∞


= 1,

a predstavujú porade dolnú a hornú hranicu predikčného intervalu.

• L’avostranný predikčný interval Dn(Xn,α) = (∞,L2(Xn,α)), kde L2(Xn,α) :
Rn× (0,1) → R je meratel’né zobrazenie. Náhodná veličina L2(Xn,α) naviac
splňuje P [L2(Xn,α) < ∞] = 1 a predstavuje hornú hranicu predikčného
intervalu.
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• Pravostranný predikčný intervalDn(Xn,α) = (L1(Xn,α),∞), kde L1(Xn,α) :
Rn× (0,1) → R je meratel’né zobrazenie. Náhodná veličina L1(Xn,α) naviac
splňuje P [L1(Xn,α) > −∞] = 1 a predstavuje dolnú hranicu predikčného
intervalu.

Ďalej si predstav́ıme motivačný problém, ktorý budeme rozoberat’ v priebehu
práce.

Pŕıklad 1 (Motivačný problém). Nech n ∈ N a Xn označuje známy reálny
náhodný výber X1, . . . ,Xn z rozdelenia FX(x,θ) patriaceho do parametrickej ro-
diny rozdeleńı F = {FX(x,θ),θ ∈ Θ ⊆ Rp , p ∈ N}. Nech náhodná veličina Y má
rozdelenie FX(x,θ) a je nezávislá na náhodnom výbere Xn.

Našou úlohou je skonštruovat’ predikčný interval Dn(Xn,α) ⊆ R pre budúcu
realizáciu náhodnej veličiny Y a predom dané α ∈ (0,1).

Ako si môžeme všimnút’ motivačný problém je formulovaný všeobecne, ked’že
predpokladá nešpecifikovanú parametrickú rodinu rozdeleńı. Špeciálne v dru-
hej kapitole sa budeme zaoberat’ motivačným problémom, kde budeme uvažovat’

konkrétnu, predom danú rodinu rozdeleńı, napŕıklad rodinu exponenciálnych roz-
deleńı {Exp(λ), λ ∈ (0,∞)}.
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2. Frekventistické predikčné
intervaly

Ako prvý, historicky starš́ı spôsob, konštrukcie predikčných intervalov si pred-
stav́ıme frekventistickú metódu a s ňou spojené frekventistické predikčné inter-
valy. Jedná sa o spôsob konštrukcie založený na predpoklade, že náhodný výber
pochádza z rozdelenia patriaceho do parametrickej rodiny rozdeleńı. Na začiatok
uvedieme spôsob konštrukcie presného predikčného intervalu a d’alej rozš́ırime aj
na asymptotickú verziu.

2.1 Konštrukcia exaktných predikčných inter-

valov

Nech náhodný výber Xn a náhodná veličina Y sú definované rovnako ako
v motivačnom probléme 1. Exaktný frekventistický predikčný interval môžeme
skonštruovat’ pomocou nasledujúceho postupu.

1. Uvažujme reálnu, prostú a meratel’nú funkciu f(Xn,Y ) : Rn × R → R a
zadefinujme reálnu náhodnú veličinu

W ≡ f(Xn,Y ). (2.1)

Predpokladáme, že rozdelenie náhodnej veličiny W je známe a nezáviśı na
parametri θ ∈ Θ a ani na iných neznámych parametroch. V takom pŕıpade
sa náhodná veličina W nazýva presná pivotálna štatistika a jej distribučnú
funkciu označ́ıme ako FW (x) = P [W ≤ x], pre x ∈ R.

2. O distribučnej funkcíı FW naviac predpokladáme, že je absolútne spojitá
a rastúca funkcia. Potom z poznámky pod defińıciou 2 vieme, že kvanti-
lová funkcia F−1

W je inverzná k funkcíı FW a označ́ıme pŕıslušný α-kvantil
náhodnej veličiny W ako wα = F−1

W (α).

3. Ďalej uvažujeme meratel’nú funkciu g(Xn,W ) : Rn × R → R, sṕlňajúcu

f(Xn,g(Xn,W )) = W a g(Xn,f(Xn,Y )) = Y.

Následne, exaktný obojstranný predikčný interval pre Y dostávame z ro-
vnosti

P

wα

2
< W < w1−α

2


= 1− α,
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aplikáciou funkcie g(Xn, · )

P [g(Xn,wα
2
) < g(Xn,W ) < g(Xn,w1−α

2
)] = 1− α;

P [g(Xn,wα
2
) < g(Xn,f(Xn, Y )) < g(Xn,w1−α

2
)] = 1− α;

P [g(Xn, wα
2
) < Y < g(Xn,w1−α

2
)] = 1− α. (2.2)

Z rovnice (2.2) vid́ıme, že pre hranice obojstranného predikčného intervalu
plat́ı L1(Xn,

α
2
) = g(Xn, wα

2
) a L2(Xn,1− α

2
) = g(Xn, w1−α

2
). Pre ilustráciu postupu

konštrukcie exaktného predikčného intervalu, odvod́ıme predikčný interval pre
motivačný problém 1, kde budeme predpokladat’ že, rozdelenie FX(x,θ) patŕı do
parametrickej rodiny normálnych rozdeleńı s parametrami µ a σ2.

Pŕıklad 2. Nech Xn označuje reálny náhodný výber X1, . . . , Xn z rozdelenia
FX(x,θ) patriaceho do parametrickej rodiny normálnych rozdeleńı

{N(µ, σ2), (µ, σ2)⊤ ∈ (R× (0,∞))}. (2.3)

Nech náhodná veličina Y má rozdelenie FX(x,θ) a je nezávislá na náhodnom
výbere Xn. V takom pŕıpade je parameter θ = (µ,σ2)⊤, parametrický priestor
Θ ⊆ (R× (0,∞)) a následne budeme postupovat’ v súlade s postupom konštrukcie
exaktného predikčného intervalu .

1. Zadefinujeme

W ≡ f(Xn,Y ) = Y −Xn,

kde Xn má rozdelenie N

µ,σ

2

n


a jedná sa o výberový priemer spoč́ıtaný z

náhodného výberu Xn. Z nezávislosti výberového priemeru Xn a náhodnej
veličiny Y a generickej vlastnosti normálneho rozdelenia dostávame rozde-
lenie náhodnej veličiny

W ≡ Y + (−1)Xn ∼ N


µ+ (−1)µ, σ2 + (−1)2

σ2

n


≡ N


0, σ2


1 +

1

n


.

S využit́ım vlastnost́ı normálneho rozdelenia a defińıcie t-rozdelenia d’alej
dostávame

W ≡ Y −Xn
1 + 1

n


S2
n

∼ tn−1, (2.4)

kde S2
n je výberový rozptyl spoč́ıtaný z náhodného výberu Xn. Vid́ıme, že

rozdelenie náhodnej veličiny W nezáviśı na parametri θ ∈ Θ a ani iných
neznámych parametroch, č́ım sme našli exaktnú pivotálnu štatistiku.
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2. Pre dané α ∈ (0,1) označ́ıme zodpovedajúce kvantily t-rozdelenia s n − 1
stupňami vol’nosti ako tn−1(

α
2
) a tn−1(1− α

2
).

3. Následne využit́ım symetrie t-rozdelenia a ekvivalentným úpravami rovnosti

P

tn−1

α
2


< W < tn−1


1− α

2


= 1− α,

do tvaru

P


Xn − Sn tn−1


1− α

2


1 + 1

n


≤ Y ≤ Xn + Sn tn−1


1− α

2


1 + 1

n


= 1− α, (2.5)

dostávame obojstranný predikčný interval Dn = (L1(Xn,
α
2
),L2(Xn,1 − α

2
))

s hranicami

L1


Xn,

α

2


= Xn − Sn tn−1


1− α

2


1 +

1

n


,

L2


Xn,1−

α

2


= Xn + Sn tn−1


1− α

2


1 +

1

n


.

Podobne ekvivalentnými úpravami rovnice P [W < tn−1 (1− α)] = 1−α, dos-
távame

P


Y ≤ Xn + Sn tn−1(1− α)


1 +

1

n


= 1− α,

kde pre dané α ∈ (0,1), tn−1(1 − α) označuje (1 − α) kvantil t-rozdelenia
s n − 1 stupňami vol’nosti. Dostávame tak l’avostranný predikčný interval Dn =
(−∞,L2(Xn,1− α)) kde

L2 (Xn,1− α) = Xn + Sn tn−1(1− α)


1 +

1

n


.
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Obr. 2.1: Pozorovaný náhodný výber X50 z normovaného normálneho rozdelenia a grafické
znázornenie obojstranného a l’avostranného predikčného intervalu pre Y = X51 a daným α =
0.05.

2.2 Konštrukcia asymptotických predikčných in-

tervalov

Ako si môžeme všimnút’, postup konštrukcie presných frekventistických pre-
dikčných intervalov záviśı na nájdeńı presnej pivotálnej štatistiky W , ktorej roz-
delenie nezáviśı na parametri θ ∈ Θ. Predpoklad, o existencíı presnej pivotálnej
štatistiky je v mnohých pŕıpadoch porušený a teda je potrebné nájst’ spôsob akým
skonštruovat’ frekventistický predikčný interval aj v pŕıpade, ked’ presná pivotálna
štatistika neexistuje.

Uvažujme teda pŕıpad, že rozdelenie náhodnej veličiny W záviśı na parametri
θ a označme jej distribučnú funkciu FW (x,θ) o ktorej predpokladáme, že je ab-
solútne spojitá a rastúca. Článok od autorov Lawless a Fredette (2005) rieši tento

problém definovańım náhodnej veličiny Wn s distribučnou funkciou

FWn
(x) := FW (x,θn),

kde θn je konzistentný odhad parametru θ, v zmysle θn
P−→ θ, pre n → ∞.

Náhodná veličina Wn, nezáviśı na parametri θ, čo znamená že môže byt’ použitá
ako pivotálna štatistika pre konštrukciu predikčného intervalu. Podl’a článku od
autorov Lawless a Fredette (2005), postupnost’ náhodných velič́ın Wn konverguje
v distribúcíı k náhodnej veličine W , tj.

Wn
D−→ W, pre n → ∞,

z čoho vyplýva že predikčný interval skonštruovaný na základe náhodnej veličiny
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Wn bude dosahovat’ pokrytie 1 − α asymptoticky. Z tohto dôvodu hovoŕıme že
náhodná veličina Wn je asymptoticky pivotálna štatistika.

Podobne ako v pŕıpade presného predikčného intervalu, aj teraz ukážeme
názorný postup konštrukcie asymptotického predikčného intervalu pre motivačný
problém 1, kde predpokladáme, že rozdelenie FX(x,θ) patŕı do parametrickej ro-
diny exponenciálnych rozdeleńı s parametrom λ > 0.

Pŕıklad 3. Nech Xn je reálny náhodný výber X1, . . . , Xn z rozdelenia FX(x,θ)
patriaceho do parametrickej rodiny exponenciálnych rozdeleńı

{Exp(λ), λ ∈ (0,∞)}. (2.6)

Nech náhodná veličina Y má rozdelenie FX(x,θ) a je nezávislá na náhodnom
výbere Xn a distribučná funkcia exponenciálneho rozdelenia splňuje

FX(x,λ) =


1− e−λx pre x ≥ 0,

0 inak .

V tomto pŕıpade je parameter θ = λ, parametrický priestor Θ = (0,∞) a d’alej
budeme budeme postupovat’ v súlade s postupom konštrukcie predikčných interva-
lov.

1. Definujme W ≡ f(Xn,Y ) = Y , č́ım dostávame

W ∼ Exp(λ).

Vid́ıme, že rozdelenie náhodnej veličiny W záviśı na parametri λ. Následne
odhadneme parameter λ maximálne vierohodným odhadom 1

Xn
, ktorý je

konzistentný a zadefinujeme náhodnú veličinu Wn s distribučnou funkciou
FWn

(x) := FW (x, 1
Xn

), č́ım dostávame

Wn ∼ Exp


1

Xn


.

Rozdelenie náhodnej veličiny Wn nezáviśı na parametri λ > 0, čo znamená
že sme našli asymptoticky pivotálnu štatistiku.

2. Pre dané α ∈ (0,1), označ́ıme pŕıslušné kvantily exponenciálneho rozdelenia
s parametrom 1

Xn
ako q


1− α

2


a q

α
2


.

3. Obojstranný predikčný interval následne dostávame z výrazu

P

q
α
2


< Y < q


1− α

2


→ 1− α, (2.7)

pre n → ∞. Skonštruovali sme asymptotický, obojstranný predikčný interval
Dn = (L1(Xn,

α
2
), L2(Xn, 1− α

2
)) s krajnými bodmi

L1


Xn,

α

2


= q

α
2


,

L2


Xn,1−

α

2


= q


1− α

2


.
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Podobne l’avostranný predikčný interval dostávame z výrazu

P [Y < q (1− α)] → 1− α pre n → ∞,

v tvare Dn(Xn,α) = (−∞, q (1− α)), kde q (1− α) je (1 − α) kvantil expo-
nenciálneho rozdelenia s parametrom 1

Xn
, pre predom dané α ∈ (0,1).
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Obr. 2.2: Pozorovaný náhodný výber X50 z exponenciálneho rozdelenia s parametrom λ = 4
a grafické znázornenie obojstranného a l’avo stranného asymptotického predikčného intervalu
pre Y = X51 a daným α = 0.05.

Z predvedených pŕıkladov konštrukcíı frekventistických predikčných intervalov
môžeme pozorovat’, že:

• Pre konštrukciu predikčného intervalu je potrebné poznat’ parametrickú ro-
dinu rozdeleńı F z ktorej pochádza náhodný výber Xn, na základe ktorého
konštruujeme bud’ pivotálnu štatistiku W alebo asymptoticky pivotálnu
štatistiku Wn

• Na hraniciach frekventistických predikčných intervaloch vystupujú teore-
tické kvantily rozdelenia FW v pŕıpade pivotálnej štatistiky W , alebo teore-
tické kvantily rozdelenia FWn

v pŕıpade asymptotickej pivotálnej štatistikyWn

Problém s konštrukciou frekventistických predikčných intervalov však nastáva
v momente, ked’ nepoznáme parametrickú rodinu F z ktorej pochádza rozde-
lenie náhodného výberu Xn. V takom pŕıpade nevieme nájst’ žiadnu pivotálnu
štatistiku, či už presnú alebo asymptotickú a teda nevieme skonštruovat’ ani pre-
dikčné intervaly. Ukazuje sa tak potreba pre iný postup konštrukcie predikčných
intervalov, ktorý by sa dokázal vysporiadat’ aj s tou alternat́ıvou, že F nieje
známa.
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3. Konformné predikčné intervaly

Podstatne mladšou metódou konštrukcie predikčných intervalov je konformná
metóda, ktorej začiatky siahajú do roku 2002. Na rozdiel od frekventistickej
metódy, v konformnej metóde neuvažujeme, že rozdelenie náhodného výberu patŕı
do parametrickej rodiny rozdeleńı. Namiesto toho chceme predikčné intervaly od-
hadnút’ priamo na základe pozorovania náhodného výberu bez nutnosti predpo-
kladu predom známeho rozdelenia.

3.1 Konštrukcia konformných predikčných in-

tervalov

Nech náhodný výber Xn a náhodná veličina Y pochádzajú z rovnakého, l’ubo-
vol’ného rozdelenia a Y je nezávislá na Xn. Uvažujme úlohu konštrukcie l’avo-
stranného predikčného intervalu Dn(Xn,α)) sṕlňajúceho

P [Y ∈ Dn(Xn,α))] = P [Y ≤ L2(Xn,α)] = 1− α,

pre α ∈ (0,1). Intuit́ıvny spôsob akým by sme mohli skonštruovat’ predikčný
interval je nájst’ empirický (1− α) kvantil q1−α z reálneho náhodného výberu Xn

a položit’ L2(Xn,α) = q1−α. Z poznámky 1.2 vieme, že plat́ı qα P−→ qα, pre n → ∞
a teda pre výsledný interval D = (−∞,q1−α) d’alej dostávame

P [Y ∈ Dn(Xn,α)] → 1− α, pre n → ∞.

Podl’a Tibshirani (2019), pre dosiahnutie presného pokrytia predikčného in-
tervalu D, je možné využit’ nezávislost’ a rovnaké rozdelenie náhodného výberu
Xn a náhodnej veličiny Y . Je však dôležité poznamenat’, že aj ked’ realizáciu
náhodnej veličiny Y , na rozdiel od náhodného výberu Xn nepoznáme, môžeme
o nej uvažovat’ v hypotetickom zmysle a teda uvažovat’ všetky možné realizácie
y ∈ R náhodnej veličiny Y .

V takom pŕıpade, poradie náhodnej veličiny Y medzi veličinami X1, . . . ,Xn,Y
má na základe vety 7, rovnomerné diskrétne rozdelenie na množine {1, . . . ,n+1}
a zadefinujeme zobrazenie ϕ(Xn,Y ) : Rn × R → {1, . . . , n + 1}, ktoré prirad́ı
náhodnej veličine Y poradie v reálnom náhodnom výbere X1, . . . ,Xn,Y ako

ϕ(Xn,Y ) =
n

i=1

I{Xi≤Y } + 1.

Z defińıcie 9 vieme, že empirický kvantil qα je definovaný ako kα-tá poriadková
štatistika, č́ım dostávame, že náhodná veličina ϕ(Xn,Y ) predstavuje prirodzené
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č́ıslo kα. Ďalej chceme zistit’ pŕıslušné α ∈ (0,1), ktoré dostaneme podielom kα
n+1

,

ked’že náhodný výber X1, . . . ,Xn,Y má rozsah n + 1. Zadefinujeme meratel’né
zobrazenie π(Xn,Y ) : Rn × R → { 1

n+1
, . . . ,1} s predpisom

π(Xn,Y ) =
1

n+ 1


n

i=1

I{Xi≤Y } + 1


.

Náhodná veličina π(Xn,Y ) udáva α ∈ (0,1) prislúchajúce náhodnej veličine Y
ako kα-tej poriadkovej štatistike v reálnom náhodnom výbere X1, . . . ,Xn,Y . Na-
viac sme len vhodne prenásobili náhodnú veličinu ϕ(Xn,Y ) kladnou konštantou
1

n+1
, č́ım dostávame, že náhodná veličina π(Xn,Y ) má diskrétne rovnomerné roz-

delenie na množine { 1
n+1

, . . . ,1} a plat́ı

P


π(Xn,Y ) ≤ ⌈(n+ 1)(1− α)⌉

n+ 1


≥ 1− α. (3.1)

Ked’že realizáciu náhodnej veličiny Y nepoznáme ale uvažujeme jej všetky
možné realizácie y ∈ R, využijeme nerovnost’ (3.1) a ako predikčný interval bu-
deme uvažovat’ všetky realizácie y náhodnej veličiny Y pre ktoré nerovnost’ (3.1)
plat́ı, č́ım dostávame predikčný interval

Dn(Xn,α) =


y ∈ R : π(Xn,y) ≤

⌈(n+ 1)(1− α)⌉
n+ 1


. (3.2)

Predikčný interval (3.2) podl’a článku od autora Tibshirani (2019) splňuje
požadovanú hladinu 1− α, a naviac splňuje

P [Y ∈ Dn(Xn,α)] = P

Y ≤ q k

1−α


≥ 1− α, (3.3)

kde q k
1−α označuje empirický (1−α) kvantil z náhodného výberuX1, . . . , Xn, Y .

Obojstranný predikčný interval pre α ∈ (0,1) źıskame analogickým postupom,
č́ım dostávame

Dn(Xn,α) =

y ∈ R : π(Xn,y) ≤

⌈(n+1)(1−α
2
)⌉

n+1
∧ π(Xn,y) ≥

⌈(n+1)(α
2
)⌉

n+1


, (3.4)

a analogicky zaṕı̌seme v tvare

P [Y ∈ Dn(Xn,α)] = P
q k

α
2
≤ Y ≤ q k

1−α
2


≥ 1− α,

kde q k
α
2
a q k

1−α
2
označujú empirický (α

2
) kvantil a (1− α

2
) kvantil z náhodného

výberu X1, . . . , Xn, Y .
Z výpočetného hl’adiska je však dôležité poznamenat’, že k dispoźıcíı máme iba

pozorovaný náhodný výber Xn ked’že o realizácíı náhodnej veličiny Y uvažujeme
v hypotetickom zmysle. Je preto potrebné rozš́ırit’ pozorovaný náhodný Xn výber
o jedno pozorovanie y, ktoré bude predstavovat’ pozorovanie náhodnej veličiny Y .
Pre zachovanie platnosti konformných predikčných intervalov autor Tibshirani
(2019) uvádza, že práve pozorovanie y je potrebné položit’ nekonečnu.
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Z predvedeného odvodenia konformného predikčného intervalu vid́ıme, že

• Pre konštrukciu predikčných konformných intervalov nepredpokladáme zna-
lost’ rozdelenia náhodného výberu Xn.

• Predpokladáme nezávislost’ a rovnaké rozdelenie náhodných velič́ın
X1, . . . ,Xn,Y .

• Konformné predikčné intervaly majú vždy presné alebo väčšie pokrytie
nezávisle na rozdeleńı.

• Na hraniciach konformných predikčných intervalov figurujú empirické kvan-
tily z reálneho náhodného výberu, ktorý je rozš́ırený o d’aľsie pozorovanie,
ktoré pokladáme nekonečnu.
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Obr. 3.1: Pozorovaný usporiadaný náhodný výber X50 a grafické znázornenie obojstranného
a l’avo stranného konformného predikčného intervalu pre Y = X51 na úrovni α = 0.05. Červená
farba bodov indikuje pozorovania náhodného výberu X50 ležiace mimo skonštruovaný predikčný
interval

3.1.1 Zamenitel’nost’

Pri konštrukcíı konformných predikčných intervalov sa však v praxi stretávame
s tým, že predpoklad nezávislosti náhodných velič́ın X1, . . . ,Xn je reštrikt́ıvny.
Predpoklad nezávislosti je však možné zredukovat’ na predpoklad zvaný zameni-
tel’nost’1.

1Angl. Exchangeability.
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Defińıcia 11 (Shafer a Vovk (2008)). Náhodné veličiny X1, . . . ,Xn nazveme za-
menitel’né, ak pre každú permutáciu τ : {1, . . . ,n} → {1, . . . ,n} prirodzených č́ısel
1, . . . ,n, má náhodný vektor Zn = (Z1, . . . ,Zn)

⊤, kde Zi = Xτ(i), rovnakú združenú
distribučnú funkciu ako náhodný vektor Xn = (X1, . . . ,Xn)

⊤.

Z defińıcie 11, vieme tiež ukázat’, že ak X1, . . . ,Xn je náhodný výber, potom
sú náhodné veličiny X1, . . . ,Xn zamenitel’né. Pre združenú distribučnú funkciu
náhodného vektoru Xn = (X1, . . . ,Xn)

⊤ plat́ı z vlastnost́ı reálneho náhodného
výberu

P [X1 ≤ x1, . . . ,Xn ≤ xn] = P [X1 ≤ x1]P [X2 ≤ x2] . . . P [Xn ≤ xn].

Z komutat́ıvnej vlastnosti násobenia d’alej dostávame pre všetky permutácie
τ : N → N celých č́ısel 1, . . . ,n

P [X1 ≤ x1]P [X2 ≤ x2] . . . P [Xn ≤ xn] =

P [Xτ(1) ≤ xτ(1)]P [Xτ(2) ≤ xτ(2)] . . . P [Xτ(n) ≤ xτ(n)]

č́ım sme ukázali, že náhodné veličiny X1, . . . ,Xn sú zamenitel’né. Naviac, podl’a
Tibshirani (2019) zamenitel’nost’ náhodných velič́ın X1, . . . ,Xn a Y postačujúcim
predpokladom k odvodeniu rozdelenia poradia náhodnej veličiny Y medzi náhod-
nými veličinami X1, . . . ,Xn,Y a následného odvodenia presného pokrytia pre-
dikčného intervalu 3.3. Autori Shafer a Vovk (2008) uvádzajú, že zamenitel’nost’

náhodných velič́ın implikuje aj rovnaké rozdelenie, č́ım zamenitel’nost’ náhodných
velič́ın X1, . . . ,Xn,Y stáva jediným predpokladom nutným k platnosti konform-
ných predikčných intervalov.

Na záver kapitoly je vhodné poznamenat’, že empirické kvantily figurujúce
v krajných bodoch predikčných intervalov môžu spôsobovat’, že v simulačnej
štúdíı nebude empirické pokrytie konformných predikčných intervalov dosaho-
vat’ odovodené teoretické pokrytie. Dôvodom je že, empirický odhad kvantiluqα je konzistentným odhadom qα a tým pádom môžeme očakávat’ asymptotické
správanie predikčných intervalov.
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4. Simulačná štúdia

V záverečnej kapitole budeme porovnávat’ empirické pokrytie predikčných
intervalov prostredńıctvom simulačnej štúdie. Jedna simulácia bude pozostávat’

z nasledujúcich krokov.

1. Vygenerovanie pozorovania náhodného výberu Xn zo známeho rozdelenia
FX .

2. Skonštruovanie obojstranného predikčného intervalu Dn(Xn,α) na hladine
1 − α pre α ∈ (0,1) s využit́ım náhodného výberu Xn vygenerovanom v
prvom kroku.

3. Vygenerovanie pozorovania náhodnej veličiny Y z rozdelenia FX , nezávisle
na náhodnom výbere Xn.

4. Ak Y ∈ Dn(Xn,α) potom je výsledok simulácie 1, v opačnom pŕıpade 0.

Po ukončeńı 1000 nezávislých Monte Carlo simulácíı, źıskame empirické po-
krytie podielom simulácíı ktorých výsledok bol 1 a všetkých simulácíı. Taktiež,
počas simulácíı budeme uvažovat’ 4 premenlivé faktory

1. Rozsah náhodného výberu n ∈ {20,100,200}.

2. Úroveň spol’ahlivosti α ∈ {0.1,0.05}.

3. Uvažujeme frekventistické/konformné a presné/asymptotické obojstranné
predikčné intervaly

4. Rozdelenie FX budeme postupne volit’ z rozdeleńı

• Normované normálne rozdelenie N(0,1)

• Exponenciálne rozdelenie Exp(4)

• Paretovo rozdelenie Pareto(3,2)

• Cauchyho rozdelenie Cauchy(1,1)
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Ďalej si uvedieme tvary predikčných intervaly pre rôzne rozdelenia uvažované
v bode 4. Ked’že konformné predikčné intervaly nezávisia na rozdeleńı náhodného
výberu Xn, budeme pre všetky rozdelenia uvažovat’ predikčný interval (3.4). Ďalej
si zhrnieme aké typy frekventistických predikčných intervalov budeme konštru-
ovat’.

Poznamenáme, že frekventistické asymptotické predikčné intervaly dostávame
analogickým postupom k pŕıkladu 3 a preto budeme uvádzat’ iba predpokladanú
parametrickú rodinu rozdeleńı, asymptoticky pivotálnu štatistiku a výsledný pre-
dikčný interval.

V pŕıpade normovaného normálneho rozdelenia budeme predpokladat’ para-
metrickú rodinu (2.3) a presný frekventistický interval v tvare (2.5). Pri konštruk-
cíı asymptotického predikčného intervalu opät’ predpokladáme parametrickú ro-
dinu (2.3). Asymptoticky pivotálna štatistika má v tomto pŕıpade rozdelenie

Wn ∼ N

Xn, S

2
n


,

kde Xn je výberový priemer spoč́ıtaný z náhodného výberu Xn a S2
n je výberový

rozptyl spoč́ıtaný z náhodného výberu Xn. Následne asymptotický predikčný in-
terval má tvar

Dn(Xn,α) =

qα

2
, q1−α

2


,

kde qα
2
a q1−α

2
sú porade (α

2
) a (1− α

2
) kvantil normálneho rozdelenia s paramet-

rami Xn a S2
n.

Druhým rozdeleńım exponenciálneho rozdelenia s parametrom λ = 4 budeme
konštruovat’ iba asymptotický predikčný interval a budeme predpokladat’ para-
metrickú rodinu (2.6) a asymptotický predikčný interval (2.7)

Tret́ım rozdeleńım ktoré budeme uvažovat’ je Paretovo rozdelenie s paramet-
rami α = 3 a β = 2, pre ktoré budeme konštruovat’ iba asymptotický predikčný
interval a uvažujeme parametrickú rodinu

{Pareto(α,β), (α,β)⊤ ∈ ((0,∞)× (0,∞))}.

Následne dostávame asymptoticky pivotálnu štatistiku

Wn ∼ Pareto
λMLE, βMLE


,

kde βMLE = min
i∈{1,...,n}

Xi,

λMLE =
nn

i=1 ln(Xi)− n ln(βMLE)
,

a jedná sa o maximálne vierohodné odhady parametrov λ a β. Výsledný predikčný
interval je v tvare

Dn(Xn,α) =

qα

2
, q1−α

2


,

kde pre dané α ∈ (0,1) sú qα
2
a q1−α

2
sú porade (α

2
) kvantil a (1 − α

2
) kvantil

Paretovho rozdelenia s parametrami λMLE a βMLE.
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Posledným rozdeleńım je Cauchyho rozdelenie s parametrami a = 1 a b =
1 pre ktoré budeme konštruovat’ asymptotický predikčný interval. O rozdeleńı
budeme však predpokladat’, že už predom poznáme parameter b. Uvažujeme teda
parametrickú rodinu rozdeleńı

{Cauchy(a,1), a ∈ R}.

Následne dostávame asymptoticky pivotálnu štatistiku

Wn ∼ Cauchy(aMLE, 1),

kde aMLE je maximálne vierohodný odhad parametru a, ktorý źıskame iterat́ıvne,
Newton-Rhapsonovým algoritmom z rovnice

2
n

i=1

Xi − aMLE

1 + (Xi − aMLE)2
= 0.

Výsledný predikčný interval je v tvare

Dn(Xn,α) =

qα

2
, q1−α

2


,

kde pre dané α ∈ (0,1) sú qα
2
a q1−α

2
sú porade (α

2
) kvantil a (1 − α

2
) kvantil

Cauchyho rozdelenia s parametrami aMLE a b = 1.
Po odvodeńı všetkých typov predikčných intervalov v závislosti na rozdeleńı

zhrnieme výsledky simulačnej štúdie nasledujúcej tabul’ke.

Rozdelenie Rozsah
Frekv. ex. Frekv. as. Konf ex.
90% 95% 90% 95% 90% 95%

N(0,1)
n = 20 0.909 0.955 0.879 0.936 0.847 0.944
n = 100 0.903 0.947 0.916 0.960 0.872 0.938
n = 200 0.904 0.956 0.899 0.944 0.880 0.939

Exp(4)
n = 20 0.896 0.944 0.873 0.963
n = 100 0.905 0.947 0.883 0.948
n = 200 0.895 0.951 0.903 0.945

Pareto(3,2)
n = 20 0.845 0.892 0.861 0.954
n = 100 0.885 0.943 0.898 0.958
n = 200 0.906 0.955 0.896 0.951

Cauchy(1,1)
n = 20 0.897 0.949 0.844 0.953
n = 100 0.900 0.939 0.898 0.958
n = 200 0.880 0.940 0.890 0.949

Tabul’ka 4.1: Porovnanie teoretického a empirického pokrytia predikčných in-
tervalov pre N(0,1) rozdelenie, Exp(4) rozdelenie, Pareto(3,2) rozdelenie a
Cauchy(1,1) rozdelenie.
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Z výslednej tabul’ky 4 vid́ıme, že frekventistické exaktné predikčné intervaly
dosahujú stanovených úrovńı až na jediný pŕıpad, ktorý je však len 0.003%
pod očakávanú úroveň. V pŕıpade frekventistických asymptotických intervalov
môžeme vidiet’ očakávané asymptotické správanie empirického pokrytia, ktoré
je najlepšie viditel’né v pŕıpade Paretovho rozdelenia. V pŕıpade konformných
predikčných intervalov vid́ıme, že v pre teoretické pokrytie 90% predikčných in-
tervalov môžeme pozorovat’ predpokladané asymptotické správanie až na jedinú
výnimku. V pŕıpade 95% teoretického pokrytia vid́ıme, že intervaly vo väčšine
pŕıpadov sṕlňajú požadované teoretické pokrytie.

Rozdielny náhl’ad na empirické pokrytie predikčných intervalov nám poskytuje
obrázok 4.1, kde môžeme pozorovat’ vývoj empirického pokrytia obojstranných
frekventistických exaktných, frekventistických asymptotických a konformných pre-
dikčných intervalov, kde uvažujeme normované normálne rozdelenia a rozsah
náhodného výberu n = {20,40,60, . . . ,600}.
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Obr. 4.1: Porovnanie empirického pokrytia predikčných intervalov vzhl’adom na meniacu sa
d́lžku rozsahu náhodného výberu n = {20,40,60, . . . ,600} pre normované normálne rozdelenia
a α = 0.05

Na obrázku 4.1 môžeme pozorovat’ že

• Empirické pokrytie frekventistického asymptotického predikčného intervalu
pomerne jasne koṕıruje empirické pokrytie frekventistického exaktného pre-
dikčného intervalu, už od rozsahu náhodného výberu n = 100

• Od rozsahu náhodného výberu n = 380 je empirické pokrytie frekventis-
tických predikčných intervalov takmer identické a konformný predikčný in-
terval vykazuje mierne lepšie výsledky
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Záver

Ciel’om bakalárskej práce bolo na začiatok pripomenút’ štandardné defińıcie
a vlastnosti z oblasti pravdepodobnosti a štatistiky a taktiež zoznámit’ čitatel’a
s predikčnými intervalmi. Ďalej sme definovali motivačný pŕıklad na ktorom sme
postupne v kapitolách 2 a 3 ilustrovali a odvádzali frekventistické a konformné
predikčné intervaly, č́ım sme sa oboznámili aj s podkladovou teóriou.

Následne sme v poslednej kapitole uskutočnili malú simulačnú štúdiu v progra-
movacom jazykuR (Team Development Core, 2023), ktorej účelom bolo porovna-
nie empirického pokrytia konformných a frekventistických predikčných intervalov
a výsledky sme zhrnuli v tabul’ke 4 a následne sme poskytli rozdielny náhl’ad na
vývoj empirického pokrytia predikčných intervalov prostredńıctvom obrázku 4.1.
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