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Uvod

Téato bakaldrska praca sa bude venovat ROC krivkdm (Receiver Operating
Characteristic Curves), ktoré su v praxi vyuzivané na vyhodnocovanie dét a urce-
nie kvality nejakého testu. Zo zaciatku prace uvedieme zakladné pojmy a definicie,
ktoré budu dalej pouzivané, ako su binarna klasifikdcia, senzitivita a Specificita,
kontingencna tabulka, ¢i hypotéza a alternativa.

V druhej kapitole uz budeme opisovat ROC krivky. PopiSseme ich historiu,
vysvetlime, ¢o znamenaji, ako sa konstruuji a uvedieme ich definiciu. Dalej spo-
menieme aj zakladné vlastnosti, ich vyznam a vysvetlime, kedy je diagnosticky
test podla ROC krivky a jej plochy spolahlivy.

Tretia kapitola sa bude zaoberat vseobecnym vyjadrenim ROC krivky a jej
plochy pomocou distribu¢nych funkcii, aby mohlo byt toto vyjadrenie nasledne
aplikovatelné na rézne pravdepodobnostné rozdelenia. Budeme sa venovat nor-
malnemu, exponencidlnemu a rovnomernému rozdeleniu.

Ako posledna bude kapitola s vyuzitim ROC kriviek na redlnych datach.
Najprv dame ROC krivku do stvisu so Statistickym testovanim a definujeme jej
empirické vyjadrenie. Nasledne spracujeme ziskané redlne data, skonstruujeme z
nich empirickt ROC krivku a vypocitame hodnotu jej plochy, ¢im zistime, za ako
doveryhodny moézeme dany test povazovat.



1. Zakladné definicie a pojmy

Aby sme vedeli dalej v praci dobre popisat ROC krivky, zavedieme si najprv
zakladné definicie a pojmy, ktoré budu v praci spominané. Vsetky uvedené pojmy
a definicie st ¢erpané z knih (Andel| (1985)), (Andell (2007)) a zo skript (Kulich
(2014)).

Definicia 1 (Distribu¢na funkcia). Funkcia Fx(z) = P[X < z], x € R sa na-
zyva distribucnd funkcia ndhodnej veliciny X, kde ndhodnd velicina je meratelné
zobrazenie.

Distribu¢na funkcia jednoznacne urcuje pravdepodobnostné rozdelenie ndhod-
nej veliciny.

Pri vyberovom stubore, ktory moze byt napriklad z redlnych déat, pouzivame
empiricki distribu¢nu funkciu, ktora je odhadom distribuc¢nej funkcie a konver-
guje k nej s pravdepodobnostou rovnej 1. Tato funkcia bude skokovita a skoky
zavisia od poc¢tu pozorovani vo vyberovom stbore.

Definicia 2 (Empiricka distribu¢nd funkcia). Pre postupnost nezdvislych a rov-
nako rozdelengch nahodnych velicin Xy, ..., Xy, nazgvani ndhodny vyber, nazveme
funkciu F(u) = = Y7 1(—oouy (X;) empirickd distribucnd funkcia ndéhodného vy-

beru Xy, ..., X,.
Dalej si definujeme kvantilovt funkciu a jej hodnoty nazyvané kvantily.

Definicia 3 (Kvantilova funkcia a kvantil). Nech « je predom dané cislo z inter-
valu (0,1). Kvantilovd funkcia rozdelenia Fx je definovand ako

Fi'(a) =inf{z : Fx(z) > a}.
Potom a-kvantilom rozdelenia Fx je ¢islo ux(a) = Fx'(a).

Pre a-kvantil plati
Fx(ux(a)) > a a Fx(ux(a) — h) < a pre Yh > 0.

Ako empiricky odhad pouzijeme hodnotu a-kvantilu empirickej distribuc¢nej fun-
kcie, teda R ~
F Y a) =inf{z : F,(z) > a}.

n

1.1 Testovanie hypotézy

Definicia 4 (Hypotéza a alternativa). Nech Xi,..., X, je ndhodny vijber nezd-
vislych k-rozmerngch nahodnych vektorov s rozdelenim F, € F, kde F je model.
Nech 0 = t(F) € R? je charakteristika rozdelenia, ktord nds zaujima (parame-
ter), nech © = {t(F),F € F} C R? oznacuje vietky moiné hodnoty parametra
v modeli F (nazgva sa parametricky priestor). Zvolime dve neprazdne disjunktné
podmnoZiny O, ktoré oznacime ako Oy a O1. MnoZinu ©y nazgyvame hypotéza a
mnozinu O alternativa.



Hypotézu zvycajne oznacujeme ako Hy, alternativu ako H; a testujeme hypo-
tézu Hy : 0, € ©¢ proti alternative H; : 0, € O,.

Definicia 5 (Statisticky test). Statisticky test je definovany pomocou vhodne
zvolenej funkcie dat S,(X) , ktord nazgvame testovd Statistika a mnozine C,
ktori volame kriticky obor. Rozhodujeme sa podla toho, ¢i testova Statistika padne
do kritického oboru alebo nie. Ak S,(X) € C, potom zamietame hypotézu Hy v
prospech alternativy Hy. Ak S, (X) & C, potom hypotézu Hy nemdzeme zamietnut
v prospech alternativy H;.

Definicia 6 (Hladina vyznamnosti testu). Nech o € (0,1) je predom dané cislo.
Ak kriticky obor C splna podmienku

sup Py[S,(X) € C] = a,
[ASISH)

potom hovorime, Ze test S,(X) € C' md hladinu vyznamnosti c.
Definicia 7 (Sila testu). Nech 6 € ©4, potom

p(0) = Py[Sn(X) € C]
sa nazyva sila testu proti alternative.

Definicia 8 (Chyba 1. a 2. druhu). Ak test zamietne platni hypotézu, hovorime
o chybe 1. druhu. Ak test nezamietne neplatni hypotézu, hovorime o chybe 2.

druhu.

Hy plati Hy neplati
Nezamietame H OK chyba 2. druhu
Zamietame H, chyba 1. druhu OK

Tabulka 1.1: Tabulkové vztahy medzi pravdivostou a nepravdivostou hypotézy
Hy a vysledkami testu

Pravdepodobnost chyby 1. druhu je hladina testu a a doplnok k pravdepodob-
nosti chyby 2. druhu je sila testu 8. V obore moznych hodnét ndhodnej veli¢iny sa
urcéi taka cast, do ktorej za platnosti Hy padne vysledok veli¢iny s pravdepodob-
nostou a.. Tato ¢ast oboru moznych hodnot sa nazyva kriticky obor. Oddeluji ho
od oboru prijatia kritické hodnoty, ¢o st kvantily rozdelenia testovacieho kritéria
za platnosti H,.

1.2 Kontingencna tabulka 2x2

Méme dvojrozmerny ndhodny vektor X = (X, D)T taky, Ze X moze mat hod-
noty 0,1 a D hodnoty 0,1. Oznaéime p;; = P[X = i,D = j]. Dalej oznacime
pi =P[X =1] = Z}:O pij» p; = P[D = j] = 3i_, pij- Budeme predpokladat, Ze
plati p;; > 0 pre vSetky dvojice (i, j). Teraz uvazujeme vyber o rozsahu n z rozde-
lenia s pravdepodobnostami p;;. Oznacime n;; pocet tych pripadov, kedy stcasne
nastalo X =i a D = j. Marginalne pocetnosti budeme oznacovat n;, = 2]1-:0 Nijs
Nyj = Zil:o n;j a cely rozsah ako n = Z%:o Z;:o n;; Potom mozeme vysledky zapi-
sat do kontingenc¢nej tabulky, ktora obsahuje 2x2 pocetnosti a pravdepodobnosti
do matice pravdepodobnosti.



D=0 D=1 %

X=0 o0 no1 o+
X =1 N0 ni1 N1y
Nto N1 n

Tabulka 1.2: Kontingencéna tabulka 2x2

D=0 D=1 Y

Poo Po1 Do+
P1o P11 P1+

I
=)

| > =
I

P+o D41 1
Tabulka 1.3: Matica pravdepodobnosti

1.3 Binarna klasifikacia

Binarna klasifikacia je klasifikovanie veli¢in z ndhodného vyberu do dvoch
tried, nazveme ich negativna trieda a pozitivna trieda. Na toto klasifikovanie
pouzivame bindrnu veli¢inu D = {0, 1}, ktora bude urcovat spravne klasifikovanie
do tychto dvoch tried, ¢ize predstavuje skutocnost.

D 0, pre negativnu triedu
~ 11, pre pozitivnu triedu

Diagnostickym testom vyhodnocujeme zaradenie medzi pozitivnych a negativ-
nych na zaklade nejakych tdajov. Vysledkom je nejaké veli¢ina, ktora oznacime
ako X. Predom stanovime ur¢itd hodnotu tejto veli¢iny, ktort budeme nazyvat
klasifikacny prah a oznacovat ju budeme ako ¢. Nasledne podla tohoto klasifi-
kacného prahu rozhodneme, ¢i nastal pozitivny alebo negativny vysledok testu a
toto zaradenie oznacme X, ako sme oznacovali aj v kontingencnej tabulke.

Y — 0, pre negativnych podla testu
~ |1, pre pozitivnych podla testu

Diagnosticky test ale rozdeluje do tychto tried s nejakou chybou a jeho vy-
sledok sa nemusi vzdy zhodovat s realitou. Vysledky testu moézu byt teda kla-
sifikované ako skuto¢ne pozitivni, skutocne negativni, nespravne pozitivni alebo
nespravne negativni. Pouzivaju sa pre ne skratky z anglickych nazvov, cize sku-
tofne negativni sa oznacuje ako TN (true negative), nespravne negativni ako
FN (false negative), nespravne pozitivni ako F'P (false positive) a skutocne po-
zitivni ako T'P (true positive). Ich pocty sa zapisuju do kontingené¢nej tabulky
ako vidime v tabulke [[.4] kde sme vychddzali z tabulky [1.2]
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FP = N10 TP = ni1 N1y
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Tabulka 1.4: Klasifikacia vysledkov diagnostického testu

1.4 Senzitivita a Specificita

Senzitivita je citlivost testu. Vyjadruje pravdepodobnost, ze test da pozitivny
vysledok pri pozitivhom objekte v zavislosti na klasifikacnom prahu ¢, podla
ktorého sme pripady delili na pozitivne a negativne. Nadobtuida hodnoty od 0 do
1. Empiricky je dana pomerom spravne vyhodnotenych pozitivnych pripadov ku
vsetkym moznostiam, ktoré st v skutocnosti pozitivne. Ak by teda mal test 100-
percentnu senzitivitu, znamenalo by to, ze by test naozaj odhalil vsetkych ludi,
ktori st pozitivni.

Specificita vyjadruje pravdepodobnost, 7e test d& negativny vysledok pri ne-
gativnom objekte opéaf v zavislosti na klasifikacnom prahu ¢, podla ktorého sme
pripady delili medzi pozitivne a negativne. Cize $pecificita sa d4 popisat ako
schopnost testu spravne vybraf vSetky negativne pripady. Empiricky je dana po-
dielom skutoc¢ne negativnych pripadov ku vsetkym pripadom, ktoré su v skutoc-
nosti negativne. Taktiez nadobtida hodnoty od 0 do 1. 100-percentné Specificita
znamena, ze vsetky negativne pripady by boli vyhodnotené ako naozaj negativne.
Nasledujice dve definicie st parafrazované z knihy (Zhou a kol.| (2002)).

Definicia 9 (Senzitivita). Pre dantd hodnotu ¢ definujeme senzitivitu testu ako
pravdepodobnost P [X < ¢|D = 1} )

Definicia 10 (Specificita). Pre dant hodnotu ¢ definujeme Specificitu testu ako
pravdepodobnost 1 — P {X <9|D = 0} =P [5{ > ¢|D = 0} .

1.5 Terminolégia

TP (True positive): pocet skutoéne pozitivnych, oznacujeme aj ni;
TN (True negative): pocet skutocne negativnych, oznac¢ujeme aj ngg
F P (False positive): pocet nespravne pozitivnych, oznacujeme aj njo
FN (False negative): pocet nespravne negativnych, oznacujeme aj ng;
Pre dany klasifikaény prah ¢ € (—o0,00) méame:

TPR(¢) (True positive rate): Sensitivita = P [X <9¢|D= 1}

TN R(¢) (True negative rate): Specificita = P {X > ¢|D = 0}

FPR(¢) (True negative rate): 1 - Specificita = P [5( < ¢|D = O}, pravdepo-
dobnost chyby 1. druhu

FNR(¢) (True negative rate): 1 - Senzitivita = P [X > ¢|D = 1}, pravdepo-
dobnost chyby 2. druhu

Empirické hodnoty:



ﬁ(qﬁ) (True positive rate): Sensitivita = TP/(TP + FN) = -

T/]@(@ (True negative rate): Specificita = TN/(FP + TN) = e

F/P\R(gb) (False positive rate): 1 - Specificta = FP/(TN + FP) = e, odhad
pravdepodobnosti chyby 1. druhu

m(¢) (False negative rate): 1 - Senzitivita = FN/(FN+TP) = 7o, odhad
pravdepodobnosti 2. druhu



2. ROC krivka

V tejto kapitole sa zameriame na spojité testy. Predpokladdme, ze ich roz-
delenia maji kladni hustotu a teda aj rasticu, spojitu distribuc¢ni funkciu. Na
zaklade tychto testov budeme ROC krivky konstruovat.

2.1 Histoéria

ROC krivka vznikla pre potreby hodnotenia radarovych signalov pocas druhej
svetovej vojny, z ¢oho vznikol aj jej ndzov Receiver Operating Characteristic
Curve. Po ttoku na Pearl Harbor v roku 1941, zacala americkd armada novy
vyskum, ako by sa z radarovych signalov dalo presnejsie vyhodnotit, ¢i ide o
skutocné japonské lietadla a tak ich odlisit od falosnych poplachov, takze islo o
odlisenie signalu od Sumu. Neskor, v Sestdesiatych rokoch, sa ROC krivka zacala
pouzivat aj v medicine na hodnotenie presnosti diagnostického testu, ktorého
vysledkom je nejakd spojita veli¢ina, ale jej vyuzitie sa rozsirilo az zaciatkom
osemdesiatych rokov, najmé v radiolégii. Dnes ma ROC krivka Siroké vyuzitie
hlavne v oblasti mediciny a riadeni rizik v bankovnictve.

2.2 Pojem ROC krivka

ROC krivka, po anglicky Receiver Operating Characteristic Curve, graficky
znazornuje klasifikdaciu do dvoch tried a popisuje kvalitu testu v zavislosti na
nastaveni jeho klasifikacného prahu. Pouziva sa teda na hodnotenie a optima-
lizaciu binarneho klasifikacného testu, ktory ukazuje vztah medzi Specificitou a
senzitivitou testu alebo detektoru pre vsetky pripustné hodnoty prahu.

2.3 Konstrukcia ROC krivky

Na priklade si ukazeme ako skonstruovat ROC krivku. Uvazujeme populaciu,
kde cast st zdravi ludia a c¢ast chori. Budeme mat nejaky diagnosticky test, ktory
pouzijeme na tato zmiesani skupinu Tudi. Test je zaloZeny na spojitej nahod-
nej veli¢ine X, nazjvanej prediktor, podla ktorého budeme pripady klasifikovat
do prvej alebo druhej skupiny. Zvolime prvi skupinu ako pozitivne pripady a
druht ako negativne. V praxi by to bolo napriklad pri testovani mnozstva kal-
cia v tele ¢loveka, pretoze Tudia s nizkou hodnotou vysledku by boli povazovani
za chorych (pozitivnych), tak by boli zaradeni do prvej skupiny. Dalo by sa to
zvolit aj opacne, ¢ize prva skupinu ako negativnych a druht ako pozitivnych, ale
my sa v praci budeme venovat iba jednému zaradeniu. Opacné zaradenie by sa
odvodzovalo analogicky:.

Predpokladdme, Ze X méa v prvej skupine spojité rozdelenie s kladnou hus-
totou f1(z) a v druhej skupine mé spojité rozdelenie s kladnou hustotou fy(z).
Vykreslime grafy oboch hustot a zvolime deliaci bod ¢, nazyvany klasifika¢ny
prah. Je to vlastne kvantil oboch rozdeleni a zmenou hladiny spolahlivosti me-
nime aj velkost senzitvity a Specificity. Vo vacsine klasifika¢nych metdd urcujeme
klasifikacny prah tam, kde sa pretni grafy hustot, ale neexistuje ziadne vSeobecne



platné pravidlo pre jeho vyber. Pri diagnostickom testovani vSetko zavisi od cho-
roby, ktorda ma byt diagnostikovana, dostupna moznost liecby a tcel testu.

Plocha pod grafom hustoty fi(z) leziaca nalavo od klasifikacného prahu ¢ je
senzitivita, ¢ize vyjadruje pravdepodobnost, ze test dé pozitivny vysledok pri po-
zitivnom objekte. Tieto pripady oznacujeme skratkou TPR(¢). Na pravej strane
od klasifikacného prahu pod grafom hustoty fi(x) je pravdepodobnost podielu
falosne negativnych pripadov, ¢ize ozna¢ime FNR(¢). V pripade druhej hus-
toty fo(z) je plocha pod jej grafom leziacej napravo od ¢ pravdepodobnost po-
dielu spravne klasifikovanych negativnych pripadov. Oznacujeme ju TN R(¢), ¢o
je Specificita. Potom zostava uz len pravdepodobnost falosne pozitivnych pripadov
FPR(¢). Tie predstavuje plocha po grafom hustoty fo(x) nalavo od klasifikac-
ného prahu.

V pripade druhej hustoty fo(x) je plocha pod jej grafom leziacej napravo od ¢
pravdepodobnost podielu spravne klasifikovanych negativnych pripadov. Oznacu-
jeme ju TN R(¢), o je specificita. Potom zostéva uz len pravdepodobnost falosne
pozitivnych pripadov FPR(¢). Tie predstavuje plocha po grafom hustoty fo(z)
nalavo od klasifika¢ného prahu.

1.0 1

0.8

0.6 1

0.4 TNR
falx)
fi(x)

0.2 H TPR

FPR I FNR

0.0 1

-2 0 2 4 6

Obr. 2.1: Graf hustot normélneho rozdelenia

Na obrazku [2.2) mézeme vidiet, ako sa posunutim klasifika¢ného prahu ¢, ktory
je znazorneny modrou priamkou, zmenili velkosti FPR(¢), TPR(¢), FNR(¢) a
TNR(¢) v porovnani s obrdzkom [2.1]

Takymto postivanim ¢ a ziskavanim jednotlivych hodnot mézeme skonstru-
ovat ROC krivku. Znazornuje vztah medzi senzitivitou a Specificitou. Je to graf
pravdepodobnosti podielu skutocne pozitivnych pripadov (T'PR(¢)), ¢iZe senziti-
vity, na osi y a pravdepodobnosti podielu nespravne pozitivnych (FPR(¢)) na osi
x, ktord sa zapisuje aj pomocou Specificity ako FPR(¢) =1 —TN R(¢). Teda na
vytvorenie celej ROC krivky musime zakreslit T'PR(¢) proti F'PR(¢) s rozsahom
od 0 do 1 pre vsetky mozné klasifikacné prahy ¢.
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0.2 - TPR

TNR

FPR I FNR

0.0 1

-2 0 2 4 6

Obr. 2.2: Zmena posunutim klasifikacného prahu ¢

Za¢neme v lavom dolnom rohu, kde TPR(¢) aj F'PR(¢) musia mat hodnotu
0. Postivanim klasifikacného prahu, budeme menit velkosti senzitivity a Specifi-

.....

Posunutim nalavo zmensime senzitivitu, ale zvacsime Specificitu. Preto je teda
z-0va os Castejsie vyjadrovand pomocou F'PR(¢) a nie pomocou $pecificity.

ROC krivka
1.0 4
(FPR, TPR
0.8 -
= 0.6
©
x =
o o=
FN
=
8 0.4+
0.2 1
0.0 -
T T T T T T
0.0 0.2 0.4 0.6 0.8 L0
FPR =1-TNR
(1 - Specifita)

Obr. 2.3: ROC krivka

Postivanim ¢ tak dostaneme spolo¢ny narast alebo spolo¢ny pokles dvojice
(FPR(¢), TPR(¢)), ktorou znazornujeme ROC krivku. Postupne teda postvame
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klasifika¢ny prah a tym dostavame hodnoty ROC krivky, ako vidime na obrazku
2.3, az kym neprideme k hodnote 1 pre TPR(¢) aj FPR(¢) nachddzajicej sa v
pravom hornom rohu grafu.

Klasifikacia, ktora dobre rozdeluje triedy, bude mat ROC krivku, ktord sa
tiahne blizko k lavému hornému rohu grafu. Naopak, klasifikdcia, ktora zle rozde-
[uje triedy, bude mat ROC krivku blizko diagonalnej krivke, zndzornenej preruso-
vanou zltou ¢iarou, ktora reprezentuje klasifikaciu, ktora nie je lepsia nez ndhodny
odhad. Kazda ROC krivka, ktora sa tiahne pod touto diagonalou predstavuje zly
test, ktory s vacsou pravdepodobnostou da zly vysledok nez dobry.

Definicia 11 (Definicia ROC krivky, parafrazované vo vlastnom znaceni z knihy
(Pepe| (2003))). Mdme subor ddt, je zloZeny z dvoch tried, ktoré si disjunktné
vzhladom k vlastnosti D = {0,1}. Nech ¢ je klasifikacny prah, potom definujeme
visledok spojitého testu X, kde X je spojitd ndhodnd velicina, ako

negativny ak X >0,
pozitivny ak X < ¢.
Pre dani hodnotu ¢ dalej urcime odpovedajice hodnoty skutocne a falosne pozi-
tivnych podielov
TPR(¢) = P[X < ¢|D =1] = Fi(9),
FPR(¢) = P[X < ¢|D =0| = Fo(¢),

kde Fy(¢) a Fo(p) st podmienené distribucné funkcie. ROC krivku potom definu-
jeme ako mnozZinu vsetkjch moznych hodnét TPR(¢p) a FPR(¢).

ROC krivka je zalozena na kontingenc¢nej tabulke pravdepodobnosti sprav-
neho a nespravneho zaradenia pozitivnej a negativnej vzorky ako vidime v tabulke
1.4} parafrazovanej z knihy (Zhou a kol.| (2002)).

Pre predom zvolené ¢ plati, ze X > ¢ je klasifikovana trieda ako negativni,
pre X < ¢ ako pozitivni.

Skutoc¢nd trieda

Klasifikovana trieda D=0 D=1
X>0¢ TNR FNR
X <o FPR TPR

Tabulka 2.1: Kontingencéna tabulka pravdepodobnosti vysledkov testu
Z terminoldgie v podkapitole[1.5| vyplyva, ze musi platit TPR(¢)+FNR(¢) =
1 a taktiez TNR(¢) + FPR(¢) = 1.

2.4 Vlastnosti

Pre spojité rozdelenia s kladnymi hustotami plati, Zze ked narastd hodnota
klasifikacného prahu ¢, rastt aj hodnoty FPR(¢) a TPR(¢) ako moZeme vidiet
na obrazku grafu hustot Ak teda ¢ = oo, mame limy .. TPR(¢) = 1 a
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limy,oo FPR(¢) = 1. Opacne zase, ak ¢ = —oo, mame limy , TPR(¢) = 0
a limg, o FPR(¢) = 0. Preto je ROC krivka monoténna rastica funkcia z
intervalu [0,1] na [0,1].

Definiény obor ROC krivky je teda interval [0,1] a obor hodnot je tiez interval
[0,1]. Mnozina [0,1]> = {(FPR,TPR), FPR € (0,1),TPR € (0,1)} sa nazyva
ROC priestor.

ROC krivka nezavisi na konkrétnom umiestneni dat na ¢iselnej ose. Zavisi iba
na poradi dat, takze je invariantnd k monotonnej rastiicej transformacii predik-
toruX.

Diagnosticky test je uzitoc¢nejsi, ¢im vyssia je jeho senzitivita a Specificita.
Test, ktory kazdy pozitivny vysledok urci ako pozitivny a kazdy negativny vy-
sledok ako negativny, je nazyvany perfektny. Hovorime aj, ze test ma perfektnua
diskrimina¢nta schopnost. ROC krivka na grafe kopiruje lavy horny roh ROC
priestoru. Naopak, pre test s nulovou diskrimina¢nou schopnostou plati, Ze te-
oretickd ROC krivka pre nahodny prediktor, ¢ize prediktor nezavisly od stavu
ochorenia, je diagonala idica z Iavého dolného rohu do pravého horného rohu
ROC priestoru. Tento test sa povazuje za bezvyznamny. Cim blizsie je teda ROC
krivka k lavému hornému rohu ROC priestoru, tym lepsia je diskriminac¢na schop-
nost testu. V praxi vicsina testov lezi medzi perfektnym a bezvyznamnym testom.

Znazornenie tychto dvoch testov pomocou ROC kriviek mézeme neskor vidief aj
na obrazku B.5l

ROC krivka
1.0 4
0.8 1
o 0.6 1
)
=
o =
N
=
8 04+
0.2 4
0.0 4
T T T T T T
0.0 0.2 0.4 0.6 0.8 1.0
FPR =1-TNR
(1 - Specifita)

Obr. 2.4: Porovnanie ROC kriviek.

Na grafe vidime cervenou prerusovanou priamkou znazornenu krivku pre
bezvyznamny test, modrou znazornend krivku pre lepsi test, oranzovou pre este
spolahlivejsi test a zelenou je znazornena krivka pre najspolahlivejsi test.

Aby sme jednym c¢islom vyjadrili kvalitu testu, pocitame velkost plochy pod
ROC krivkou. Tato plocha sa nazyva AUC z anglického Area Under Curve. Vy-
poditame ju ako AUC = [} ROC(t)dt, t € [0,1]. Najlepsi diagnosticky test bude
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mat najvicsiu plochu pod ROC krivkou. Ak AUC = 1, tak test je perfektny a
mé sto percentnu senzitivitu a Specificitu. Naopak, ak je AUC = 0, tak je test
perfektne nepresny, Cize zdravi pacienti budi maft vysledok, ze st chori a chori
pacienti budi mat vysledok, ze su zdravi. Diagonala AUC = 0,5 je povazovana
za hranicu odkedy test zacina mat nejakt vyznamnost. Hodnota 0,5 plochy pod
ROC krivkou je este len uplne ndhodny test, ale so zvySujicou sa hodnotou na-
rasta aj doveryhodnost testu. Ako aj vidime na grafe, pod zelenou ROC krivkou,
ktorad predstavuje najlepsi test, je aj najvacsia plocha.

Pre spojité testy, kde mame kladntu diferencovatelnti hustotu, vieme vypocitat
sklon ROC krivky a overit jej konkavitu. Budeme vychadzat zo vztahu ROC(t) =
Fi(Fyt(t)), kde t € (0,1), ktory odvodime v nasledujiicej kapitole. Kedze ROC
krivka je funkcia na intervale (0,1) a plati ROC(0) = 0, ROC(1) = 1, ¢o dobre
vidime aj na obrazku [2.4] tak jej sklon vypocitame pomocou prvej derivacie ako

ROC'(t) = (Fy(Fy ' (1)) = Fi(Fy (1) (Fy ) (1) =

1 A
Fo(Fy () fo(F5 (1))
kde vo vypocte sme pouzivali retiazkové pravidlo a vzorec pre derivaciu inverz-
nej funkcie. Pouzivané distribu¢né funkcie st za nasich predpokladov spojité a
rastiice, takze aj kvantilova funkcia F, '(¢) bude spojité a rastiica. ROC krivka

—1
ma teda sklon %, ktory je z predpokladu kladnej hustoty kladny v kazdom
0

bode. Z matematickej analyzy vieme, ze v bodoch, kde je prva derivacia kladna,
je funkcia rastica. Takze za predpokladu rasticej kvantilovej funkcie a kladnej

—1
hustoty plati, Ze % > 0, pre vietky t € (0,1), &ize ROC krivka je za tchto
0

predpokladov rastica.
Druha derivacia, podla vzorca derivacie podielu, bude potom

= F{(F, (1))

AEN0) — S o (1)
[fo(F5 (1))

Z matematickej analyzy opat vieme, ze ak druha derivacia funkcie je nekladna
na otvorenom intervale, tak je na tomto intervale dana funkcia konkavna. Ked
ma funkcia na otvorenom intervale druhi derivaciu zapornt, tak je dana funkcia
na tomto intervale rydzo konkavna.

Menovatel v druhej derivacii je druhd mocnina, takze bude vzdy kladny. Z
odvodenia v podkapitole bude platit, e ¢ = F, '(t), ¢ize Fy ' (t) predstavuje
osu z na grafe danych hustot f; a fy. Takze ROC krivka bude konkavna, ak

HF (1)
folFy (1)

¢ize ked smernica hustoty fi; bude mensSia nez smernica hustoty f, vynasobena
podielom tychto hustot v danom funkénom bode.

AF1) < fo(Fg (1)),
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3. ROC krivka pre rozne
pravdepodobnostné rozdelenia

3.1 Vyjadrenie ROC krivky a jej plochy AUC

Oznacéime X'q ako veli¢iny z triedy D = 0 a X, ako veli¢iny z triedy D = 1.
Kedze plati, ze X < ¢ klasifikujeme ako pozitivnych a X > ¢ ako negativnych,
vyjadrime siradnice ROC krivky (FPR(¢), TPR(¢)) ako

FPR(¢) =P X, < ¢| = Fo(9),
TPR(¢) =P [X1 < ¢| = Fi(9),

kde vychadzame z definicie [11] Vdaka tymto vztahom odvodime vzorec pre ROC
krivku postupom

t = Fo(9), (3.1)
¢ = Fy (1), (3-2)
Fi(¢) = Fi(F5 (1)), (3-3)

pre 0 <t < 1. Potom plati vzorec
ROC(t) = Fy(F;(1)).

Pre odvodenie plochy AUC pouzijeme integral
- N 1 1
AUC=P[X, < X| = / ROC(t) dt = / Fi(EN (1)) dt. (3.4)
0 0

Pri takomto odvodeni ROC krivky a jej plochy predpokladame, ze dané rozde-
lenie mé spojiti a rasticu distribu¢ni funkciu na urc¢itom intervale. Keby nemalo,
tak kvantilova funkcia nemusi byt vzdy inverznou funkciou k distribuc¢nej funkecii.
V nasledujicich troch podkapitolach sa budeme venovat normalnemu, exponen-
cidlnemu a rovnomernému rozdeleniu, kde si zavedieme ich hustoty aj distribuc¢né
funkcie. Vsetky tieto rozdelenia maju kladnt hustotu na nejakom intervale, pre
normalne rozdelenie je to dokonca celé R, a mimo tohoto intervalu maju hustotu
nulovi a ich distribu¢né funkcie st rastice a spojité, takze spiﬁajﬁ predpoklady
na danych intervaloch.

3.2 Normalne rozdelenie
Pre veli¢iny rozdelené do dvoch tried, kde obe triedy maji normalne rozdele-

nie, hovorime o binorméalnom modeli ROC krivky. Tento model hra doélezita rolu
v ROC analyze, je to klasicky model ROC krivky.
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Definicia 12 (Normalne rozdelenie, parafrazované z knihy (Andél (2007))). Nd-
hodnd velicina X so strednou hodnotou p € R a rozptylom o® > 0 md normdine
rozdelenie, ak jej hustota md tvar

1 [CR
flz) = e 5t

270

Oznacujeme ako X ~ N(u,0?%). Pre distribucni funkciu F(z) plati

F(g:)zq)(x_“),

g

kde @ je distribucnd funkcia normovaného normdlneho rozdelenia N(0,1).

Méme teda

Xl NN(MhU%)v
XO NN(MQ,O’S).

Nézorny graf hustét normélneho rozdelenia sme mohli vidiet na obrazku [2.1]
Pre hocijaky klasifikacny prah ¢ plati, ze

FPR(¢) =P [X, < ¢| =@ (¢‘“°>,

2]

TPR($)=P[X,<9¢| =0 (‘b_/“).

01

Kedze funkcia ROC krivky sa dé zapisat pre ¢t € (0,1) ako ROC(t) = TPR(FPR),
tak vyjadrime najprv ¢ pomocou FPR(¢) a nasledne dosadime do TPR(¢) ako

v postupe , a

t = FPR(¢) = ® (M> ,

0o

¢ — o
o) ’

d(t) =

¢ = po + oo® 1 (t).
Vyjde nam teda, ze

TPR(6) = ® (Mo — 4;10—0@—1@)) |

Funkciu ROC krivky pre normalne rozdelenie potom zapisujeme
ROC(t) = ®(a +bd (1)),

kde a = “OU BLa b= 20. Krivka je teda definovand pomocou dvoch parametrov a
a b. Parameter a vyjadruje rozdiel strednych hodnot rozdeleni testov pozitivnych
a negativnych a parameter b vyjadruje pomer pozitivnych a negativnych. ROC
krivku k prislusnym hustotdm normalneho rozdelenia sme mohli vidiet na obrazku
2.0l
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Plochu AUC pod ROC krivkou pre normalne rozdelenie vyjadrujeme pomocou

vzorca (3.4) ako

AUC =P [Xo>X,| =P |Xg— X1 >0 =

_ fo—pi1
—1-® (M) i
\oi +of J1+ 5
0
Z ¢oho nam vyjde, ze plocha pod ROC krivkou je

).

a

NE

AUC = &(

3.3 Exponencialne rozdelenie

Definicia 13 (Exponencidlne rozdelenie, parafrazované z knihy (Andél (2007))).
Ndhodnd velicina X md exponencialne rozdelenie, ak jej hustota md tvar

fz) = e, x>0,
f(z) =0, inak,

kde A > 0 a strednd hodnota je E X = % Oznacujeme ako X ~ Exp(X). Distri-
bucnd funkcia pre exponencidlne rozdelenie je

F(x)=1—e", x>0,
F(z) =0, inak.
Potom budeme mat
Xl ~ E(L’p()\l),
Xo ~ Exp(Ao),

kde Ay > 0 aj A\g > 0.
Podobne ako pri normalnom rozdeleni plati, ze

FPR(¢) =P |Xo < ¢] =1— e,
TPR(¢) =P[X) < o] =1-e?,

ale len pre ¢ € (0,00). Pre ¢ < 0 by tieto hodnoty boli nulové.
Nésledne, podla postupu (3.1)), (3.2) vyjadrime ¢

t=FPR(¢) =1—e 9,

e_A°¢:1—t,
In(1—1¢
¢:—()\)7
0

kde ¢ je kladné ak ¢ je kladné, co ale plati vzdy, kedze ¢t € (0,1). Dosadime do
rovnice (3.3]), aby sme dostali predpis ROC krivky
_In(1-1)

2 A
Fl(Fal(t)) —1_ €—>\1( T) -1 e/\—(l)ln(l—t) —1_ (1 —t)%.
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Obr. 3.1: Graf hustét exponencialneho rozdelenia

ROC krivka
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i
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Obr. 3.2: ROC krivka pre dané hustoty exponencialneho rozdelenia

Funkcia ROC krivky pre exponencidlne rozdelenie je teda

ROC(t) =1 — (1 — )%,
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Zo vzorca (3.4) vypocitame zintegrovanim ROC(t) plochu AUC.
1 1 21
AUC:/PROC@d#:/le%1—®M&:
0 0

Ao+ A
kde poslednti rovnost sme dostali pomocou substiticie.

3.4 Rovnomerné rozdelenie

ROC krivka pre rovnomerné rozdelenie sa odvadza z ¢asti inym postupom, ¢o
je sposobené tvarom jeho hustoty a jej nenulovosti iba na urc¢itom intervale. Pre
rozne moznosti umiestnenia hustét, ndm vznikne iny tvar ROC krivky. Tychto
moznosti je 11 a teda na lepsi opis pouzijeme aj grafy.

Definicia 14 (Rovnomerné rozdelenie, parafrazované z knihy (Andél (2007))).
Nahodnd velicina X md rovnomerné rozdelenie na intervale (a,b), ak jej hustota
md tvar

B 1
Cb—a’

f(z) =0, inak.

()

a<x<b,

Oznacujeme ako X ~ R(a,b). Pre distribucni funkciu F(z) plati

F(x)zi:z, a<xz<b,
F(z)=0, r < a,
F(z) =1, x >b.

a+b

Stredna hodnota rovnomerného rozdelenia je E X = 2,

oznacim ako c¢. Budeme mat teda

pre jednoduchost ju

Xl ~ R(Cl — dl,Cl + dl),
Xo ~ R(co — do, co + dy),

kde ¢, ¢ su stredné hodnoty a dq, dy st odchylky od strednych hodnot.
7 podkapitoly vyjadrime FFPR(¢) a TPR(¢) ako

FPR(¢) =P [X < ¢] = Fo(0),
TPR(¢) =P

kde klasifika¢ny prah ¢ je znazorneny modrou priamkou na obrazku [3.3|a z defi-
nicie [14] rovnomerného rozdelenia vieme, ze plati

1 1 1
b—a_C1+d1—Cl+d1 _2(117

f1(¢) =
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Obr. 3.3: Graf hustot rovnomerného rozdelenia

pre ¢ € (¢; —dy, 1 + dy). Potom teda

¢ 1 ¢ p—c+d
Fl(@ = /_OO fl(?/) dy = 2d1/—oo ]l(cl_d1701+d1)(y)dy = #

Funkciu Fy(¢) dostaneme podobnym postupom ako

¢ —co+dy

Fo(p) = 5dg

Ako sme uz spominali, kedZe hustoty rovnomerného rozdelenia si nenulové iba
na urc¢itom intervale a ich graf na tomto intervale sa rovnomerne udrzuje na jednej
hodnote, ako moézeme vidiet na obrazku [3.3] tak bude ROC krivka vykreslovand
trochu inak, nez pri normalnom a exponencialnom rozdeleni. Bude sa skladat z
linedrnych casti, ako mozeme vidiet na obrazku a tieto linedrne casti budu
rozne pre rozne umiestnenie hustot. Pre lepsie pochopenie, popisme podrobnejsie
jednu moznost a potom podobnym postupom znazornime aj dalSie moznosti.

Na grafe[3.3] vidime, Ze z-ovii os delia hustoty na 5 intervalov. Umiestnime kla-
sifika¢ny prah ¢ uplne nalavo na grafe, v tomto pripade na interval (—oo, ¢; —dy),
a budeme ho postupne postvat smerom doprava, aby presiel vSetkymi intervalmi.

Pre prvy interval bude ROC(t) = ROC(0) = 0, kedze hodnoty TPR(¢) aj
FPR(¢) st nulové. Nasledne prejde ¢ do intervalu (¢; — dy,co — dp), kde, ako
vidime na grafe sa bude zvicsovat iba hodnota T'PR(¢), kedze zasahuje
¢ iba do hustoty fi(x), ale eSte nezasahuje do plochy pod hustotou fy(z), ¢ize
FPR(¢) = 0. To znamen4, ze na grafe ROC krivky sa bude vykreslovat iba zvisla
¢ast na osi y, ktord predstavuje TPR(¢). Tato zvisla ¢ast pojde od bodu (0,0)
do bodu, kde ¢ = ¢q — dy, Cize (0, TPR(cy — dy)).

Ked ¢ prejde do intervalu (co—dp, ¢c1 +d;), zacne tym zasahovat do oboch hus-
tot a bude vznikat druha ¢ast ROC krivky, pretoze budi rast hodnoty TPR(¢) aj
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Obr. 3.4: ROC krivka pre dané hustoty rovnomerného rozdelenia

FPR(¢). Vzorec tejto strednej casti dostaneme postupom ({3.1)), (3.2)) a nésledne,
po vyjadreni ¢, dosadime do vzorca (3.3) ako ROC(t) = Fy(Fy *(t)) a dostaneme

¢ = co — do + 2tdy,

Cg—d0+2td0—61+d1 :@ +5d—(5c
2d, dy 2dy

Fy(Fy (1) =

kde dc = ¢; — ¢g a 0d = dy — dy. Tato cast funkcie ROC krivky pre rovnomerné
rozdelenie teda zapiSeme ako

do od — dc

ROC(t) = dlt—l— 0

(3.5)

kde ¢t € (0, %‘)”C) Ked nastane rovnost ¢ = ¢; — dy, tak TPR(¢) = 1. Horna
hodnota ¢ je teda bod, kde sa ROC krivka dostane na troven ROC(t) = 1, teda

1 — ROC(t) =

_d1+do+(5c

50 (3.6)

Pre $tvry interval ¢ € (¢ + dy, co + do) uz ¢ nezasahuje do hustoty fi(z).
Hodnota TPR(¢) dosiahne hodnoty TPR(¢) = 1 a uz sa menit nebude, pretoze
zaberd celd plochu pod grafom hustoty fi(z). Bude sa uz len zvysovat hodnota
FPR(¢), takze zvySok ROC krivky bude mat predpis ROC(t) = 1 pre t €
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(%%MC, 1). Ked ¢ dosiahne hodnotu ¢ = ¢y +dp, tak sa ROC krivka dostane do
bodu (1,1). Tam ROC krivka aj konéi, pretoze na poslednom intervale (cy+dp, 00)
sa uz nemenia hodnoty TPR(¢) ani FPR(¢).

Kedze obsah ROC priestoru mé hodnotu 1, ¢o vyplyva z vlastnosti ROC
krivky, tak hodnotu plochy pod ROC krivkou vypocitame odpocitanim velkosti
plochy nad ROC krivkou (vramci ROC priestoru) od 1. Velkost plochy nad stred-
nou castou ROC krivky dostaneme ako

d1+dg+dc
2d,

(1— ROC(t)) dt,

0

takze AUC, cize plochu pod celou ROC krivkou, dostaneme ako

dq+dg+dc dqy+dg+dc
B e G4 d od — 0
AU0:1—/‘%O(1—Rocwyn:1—/'”0(1—19— “yat =
0 0 d1 2d1
d1+4dg+éc dy+dg+dc i d1+dg+dc
—1— / 0 1dt + do / Mt + 0d —oc [T g
0 dl 0 2d1 0

(60 + d1 + d0)2

AUC =
8dody ’

(3.7)

kde poslednii rovnost sme dostali po ekvivalentnych tpravach.

Ako bolo povedané na zaciatku tejto podkapitoly, hustoty nemusia byt umiest-
nené takto, ale mozu nastat rozne iné pripady, kedy bude ROC krivka pre rov-
nomerné rozdelenie vyzeraf inak. Na nasledujucich grafoch si ukazeme dalsich 9
moznosti. Podla predchadzajiceho postupu si v skratke popiseme predpis jednot-
livych ROC kriviek a vypocet ich ploch pre tieto dalsie moznosti.

Prvé dva grafy na obrazku [3.5] predstavuju hustoty, z ktorych st tvary ROC
kriviek pre bezvyznamny a perfektny test, ako sme uz opisovali v podkapitole
o vlastnostiach ROC krivky. Ich zndzornenie moézeme vidiet na obrazku [3.6]
Predpis tychto ROC kriviek a plochou pod nimi je zrejmy.

Nasledujuce dva grafy predstavuja pripad, ked sa zhoduje v danych dvoch
rovnomernych rozdeleniach jeden parameter. Pre takto prekryvajice sa hustoty
sa budu ich prislusné ROC krivky skladat z dvoch linearnych c¢asti, ako vidime
na tretom a Stvrtom grafe obrazku na[3.6] V prvom pripade, ked ¢; —d; = ¢y —dp
vypocitame prvu ¢ast ROC krivky vzorcom pre t € (0, %OOMC) a potom
od bodu, kde ¢t = %‘?60, bude druhd linedrna ¢ast ROC(t) = 1, teda pre

t e (%‘?56, 1). V druhom pripade, ked ¢; + d; = ¢ + dp, budeme mat najprv

zvislt cast, pretoze F'PR(¢) = 0, ¢ize od bodu (0,0) do bodu (0, TPR(cy — dy)).
Od hodnoty klasifikacného prahu ¢ = ¢y — dy bude druhé ¢ast, opat vypocitana
VZOIcom pre t € (0,1). Plochu pod krivkou v oboch pripadoch vypocitame
pomocou odvodeného vzorca [3.7]

Pre dalsie dve moznosti usporiadania hustot, sa bude ROC krivka skladat z
troch linedrnych ¢asti. V prvej moznosti usporiadania je najprv zvisla cast, pretoze
FPR(¢) = 0. Tato zvisla cast pojde od bodu (0,0) do bodu, kde ¢ dosiahne
hodnotu ¢y — do, ¢ize (0, TPR(cy — dy)). Dalej uréime vzorec pre ROC krivku
opat pomocou vzorca pre t € (0,1). Nakoniec, od bodu, ked FPR(¢) = 1,
bude opét zvisla ¢ast, teda od bodu (1, TPR(cy + do)) do bodu (1,1). V druhej

21



f(x) ="folx)

1.0
0.5
0.0 Co—da Cot+do
- ot
fo(x)
1.0+
fi(x)
0.5 +
0.0 4 a-d Ca—da Catda
f]—d]
1.5 - f](X)
fo(x)
1.0+ 0
0.5
0.0 1 Co—dy a-d atd
C-J—d-j

0

154

104

0.5

0.0 1

fi(x)

fo(X)

C]—dj

1.0

0.5

0.0 1

[%] —d] o= d-j

fo(x)

fi(x)

Lot d-j

C]—d] C-j—d-j (&1

(v d-j

fo(x)

s

fi(x)

Co—da ot da

a-a

atd

1.0 1

0.5 1

0.0 1

154

1.0+

0.5 1

0.0 1

1.0 1

0.5 1

0.0 1

fi(x)

fo(x)
01— G+ Catdy
Co—da
fi(x)

fo(x)

G-y O -d; Lo +ily
[%] —d]
fi(x)

fo(x)
Ca—da 1 -dh atd
Gtds

Obr. 3.5: Rozne moznosti umiestnenia hustdot rovnomerného rozdelenia

moznosti mame najprv vodorovnu ¢ast ROC(t) = 0, z ¢oho vyjadrime po akid

hodnotu ¢ bude dand ROC krivka vodorovna.

ROC(t) =0,
do od — dc
—t =0
a ", ’
oc — od
T (3.8)
Teda pre ¢t € (0,%7%4) bude vodorovné ¢ast ROC krivky. Nésledne, pre ¢ €

(%, %ﬂf‘sc), kde hornd hodnota ¢ bola odvodena vyssie ako (3.6]), bude pred-

pis ROC krivky podla (3.5). Ako poslednd bude vodorovna ¢ast, ¢ize ROC(t) = 1
pret € (%ﬁf‘sc, 1). Plocha pod prvou moznostou bude vypocitanid pomocou za-
kladného vzorca pre vypocet plochy pod ROC krivkou, ¢ize podla . Plochu
pod druhou moznostou odvodime ako stcet plochy trojuholnika pod danou ROC

krivkou a obdlznika vedla neho, cize

d1+2((lio+5c 1
0
avC = [0 ROCWAL+ [, ., 10t =
2dg 2dg
di+dg+dc
“2ay  (d o0d — o 1 dog— o
S (0t+ C)dt+ o lar =
B\ 2d, e 240
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Poslednii rovnost sme dostali vypoc¢tom integralov a naslednymi ekvivalent-
nymi upravami.

a a a
48 o o
= = =
FPR FPR FPR

o o a
48 o o
= = =
FPR FPR FPR
a a a
48 o o
= = =
FPR FPR FPR

Obr. 3.6: ROC krivky k danym hustotdm z obrazku |3.5

Ako vidime na obrazku, dalsie tri grafy ROC krivky predstavuju bezvyznamné
testy, kedze su pod diagondlou, ktord znazornuje bezvyznamny test. Velkosti ich
ploch by vysli menej nez 0,5. Preto sa im podrobnejsie venovat nebudeme, ale
vyjadrili by sme ich analogicky ako v predchadzajicich postupoch.

Ako uz bolo na zaciatku spomenuté, mame jedenast moznosti. Najprv sme si
podrobne popisali prvit moznost na grafe |3.4) nasledne na grafe dalsich devat
moznosti. Nakoniec, je tu esSte jedenasta moznost, a to keby sa hustoty neprekry-
vali a boli by vymenené, takze by ROC krivka prechadzala bodom (1, 0) a hodnota
AUC by bola 0. Tato moznost ani nezobrazujeme, z dévodu nezmyselnosti testu
pre dani ROC krivku.
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Statistické testovanie a
aplikacia na realne data

4.1 Statistické testovanie

V suvislosti so Statistickym testovanim hovorime, ze ked testovany jedinec
nesplna hypotézu Hy a test Hy zamieta, tak ho zaradujeme medzi TP, ked jedinec
spliia Hy a test Hy prijima, tak ho zaradujeme medzi TN, ked splita Hy, ale test
H, zamieta, tak ho radime medzi FP a ked Hy nespliia, ale test Hy prijima, tak
ho radime medzi F'N.

Urcenie kritického oboru a oboru prijatia sa robi pomocou kritickych hodnot
testovacieho kritéria, ¢o si konkrétne kvantily prislusnych rozdeleni suvisiacich
so zvolenou hladinou vyznamnosti a.

Pri testovani statistickych hypotéz je chyba 1.druhu mylné zamietnutie sku-
tocne pravdivej nulovej hypotézy ako vysledok testu, zatial ¢o chyba 2. druhu je
nezamietnutie nulovej hypotézy, ktora je v skutoc¢nosti nepravdiva ako sme videli
v tabulke L1l

Velka cast statistickej tedrie hovori o minimalizacii jednej alebo oboch tychto
chyb, hoci iplné odstranenie ktorejkolvek z nich je statisticky nemozné, ak vysle-
dok nie je ur¢eny znamym procesom. Vyberom nizkej prahovej hodnoty a tipravou
hladiny o mozno zvysit kvalitu testu hypotézy.

Hladina testu a je pravdepodobnost chyby 1. druhu, ¢ize pravdepodobnost
zamietnutia platnej hypotézy a pravdepodobnost chyby 2. druhu je 1 — 3, kde 3
je sila testu.

Test je navrhnuty tak, aby udrzal chybu 1. druhu pod vopred urcéenou hra-
nicou, cize hladinou vyznamnosti . Zvycajne je hladina vyznamnosti nastavena
na 0,05, ¢o znamen4, ze je prijatelné mat 5% pravdepodobnost nespravneho za-
mietnutia pravdivej hypotézy H.

Tieto dva typy chybovosti spolu vzajomne suvisia, ¢ize pre kazdy dany sui-
bor vzoriek vedie snaha znizit jeden typ chyby k zvyseniu druhého typu chyby.
Rozne prahové hodnoty sa moézu pouzit na to, aby bol test Specifickejsi alebo
senzitivnejsi, ¢o zvysuje kvalitu testu. ZvySovanim Specificity testu sa znizuje
pravdepodobnost chyby 1. druhu (F'PR), ¢ize o. Naopak zvySovanim senzitivity
sa znizuje pravdepodobnost chyby 2. druhu (FNR).

Hypotéza a alternativa pre diagnosticky test moze byt napriklad:

Hy : Zeny nemaji rakovinu prsnika.
H, : Zeny maji rakovinu prsnika.
Potom chyby budi:
Chyba 1. druhu: Pravdou je, ze zZeny nemaji rakovinu prsnika, ale podla
udajov usudzujeme, zZe maju.
Chyba 2. druhu: Pravdou je, Ze zeny maju rakovinu prsnika, ale podla tdajov
sa domnievame, Ze nemaju.
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4.2 Empiricky odhad ROC krivky

Empiricky odhad ROC krivky mdzeme opisat ako aplikaciu ROC krivky na
pozorované dita. Budeme pouzivat vzorce z knihy (Pepe (2003)) prepisané s
nasim znacenim z tabulky [I.4] Kazdy bod na grafe je generovany réznymi hodno-
tami klasifika¢ného prahu ¢. Spojenim tychto bodov vytvorime empirickii ROC
krivku. Preto pre kazdy mozny klasifikacny prah ¢ sa pocita @(gﬁ) a ﬁ((b)
ako

n4o ]1[5(0]- S ¢]

FPR(¢) = Z T (4.1)
TPR(6) = n_j “X;j‘ﬁ] (4.2)

Tieto hodnoty vieme zapisaf aj ako v podkapitole
Empirickd ROC krivka je potom vykreslenie T'PR(¢) proti F'PR(¢) pre kazdd
moznt hodnotu ¢ € (—oo, 00). Ekvivalentne vieme zapisat empiricki ROC krivku

ako
ROC(t) = Fi(Fy (1)),

kde Fy a F} st empirické distribu¢né funkcie pre veli¢iny X, a X;.
Technicky je empirické ROC krivka diskrétna funkcia, lebo F'PR(¢) moze na-
dobtdat iba hodnoty {0, -1 o n+o 1}t a tleto hodnoty spajame linearne. Funkma

teda bude mat vertikdlne skoky velkosti E a horizontalne skoky velkosti nTo
Empirickd ROC krivka je funkcia zoradenia danych dat, ¢ize zavisi na rela-

tivnom zoradeni vysledkov testu a ich zaradenia, ¢i st pozitivni alebo negativni.

Preto méa aj empirickda ROC krivka vlastnost, Ze je invariantna k striktne rasttcej

transformécii dat, ¢o je jedna z vlastnosti ROC krivky z podkapitoly [2.4]
Plocha pod empirickou ROC krivkou sa pocita ako

n4o Ni4 ]l Xli > X()j] =+ %]l[j(li = X()j:l

=%

j=11i=1 N0T1+

4.3 Spracovanie dat

V nasej praci budeme postupovat pomocou logistickej regresie. Pre klasifikaciu
ziskanych dat pripravime testovaciu mnozinu a trénovaciu mnozinu nahodnym
rozdelenim danych dat. Klasifikdcia prebieha v dvoch fazach. Najprv prebieha
trénovacia faza na trénovacej mnozine, kde sa dany klasifikator natrénuje, ¢ize si
vytvori klasifikacny model. Cielom je, aby sa ¢o najlepsie naucil klasifikovat data.

Ked uz mame vytvoreny klasifikacny model prejdeme na fazu testovania, kde
klasifikator dostane hodnoty testovacej mnoziny a dalej bude predikovat hodnoty
podla toho, ako sa to naucil na trénovacej mnozine. Cize dostane na vstup spra-
cované data, podla ktorych urci, ¢i dany c¢lovek méa skiimant chorobu alebo nie.
Porovnanim realnych vysledkov pre testovaciu mnozinu a tych, ¢o vysli vyhod-
notenim pomocou klasifikatora zistime, ako velmi je spolahlivy a ¢i by sme nim
mohli testovat aj nadalej alebo by to bolo nedéveryhodné.
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Dobré znazornenie porovnania tychto vysledkov sa robi pomocou vykreslenia
ROC krivky. Zobrazime ROC krivku a nésledne posudzujeme spolahlivost podla
velkosti plochy AUC pod ROC krivkou.

Hodnotime presnost testu podla nasledujicej tabulky z odporucanej literattury
dostupnej na internete z prednasky |ROC krivka;

AUC Hodnotenie testu
0,50 az 0,60 nedostatocny
0,60 az 0,70 dostatocny

0,70 az 0,80 dobry
0,80 az 0,90 velmi dobry
0,90 az 1,00 vyborny

Tabulka 4.1: Priblizné hodnotenie kvality testu

4.4 Aplikacia na realne data

Data budeme brat z internetovej stranky Data z mamografie a spracovavat
ich budeme v programovacom jazyku Python (vid. . Tento datovy subor
obsahuje idaje o 11183 Zenach, kde v kazdom riadku je 6 nameranych tudajov o
danej zene a jej skutocény stav, ¢i ma rakovinu prsnika alebo nie. Ked je v datach
na konci riadku 0, znaci to, ze dana zena rakovinu nema, ¢ize je negativna a ked
je na konci riadku 1, tak ze rakovinu m4, ¢ize je pozitivna.

-0.78441482 | -0.47019533 | -0.59163147 | -0.85955255 | -0.37786573 | -0.94572324
0.15193407 | -0.2136264 | -0.0055711987 | 0.42315815 | -0.37786573 | 1.1019319

-0.78441482 | -0.47019533 | -0.59163147 | -0.85955255 | -0.37786573 | -0.94572324

0.18530251 | 0.94535738 0.08459192 0.8379294 | -0.37786573 | 0.54126442
-0.012536761 | -0.42153571 0.40016284 1.2181012 1.0804627 1.6900233
1.2417439 4.2055522 -0.32114211 1.3657817 1.8293491 0.529076
0.75425981 | 0.016400912 | 0.08459192 4.9421817 1.4216019 1.2512401

[l Bl B K] K e=) Nen)l N an)

Tabulka 4.2: Ukazka realnych dat

Stubor by mal obsahovat 98% negativnych, ¢ize vSetky ich tidaje by mali byt
v norme a 2% pozitivnych, ¢ize dané idaje si mimo normy.

Nameranych 6 udajov oznac¢im ako Y a klasifikaciu medzi 0 a 1 ako D zo
znacenia v predchadzajuicich kapitolach.

Tieto data software ndhodne rozdeli na trénovacie a testovacie. Nasledne na-
trénujeme model logistickej regresie na tréningovej skupine dat a spravime pred-
povede pre testovacie data, ¢ize ako nam vysla predikovana hodnota zaradenia X
pre testovaci Y.

Budeme testovat hypotézu

Hy : Zena je negativna

proti alternative
H, : Zena je pozitivna.
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Ak test nezamietne hypotézu Hj, tak predikovand hodnota X bude 0, ak
zamietne Hy, tak predikovana hodnota X bude 1.

Porovnanim redlnych hodnot D, ktoré boli zaradené ako testovacie, s predi-
kovanymi hodnotami X spravime kontingenc¢nu tabulku pre pocty skutocne po-
zitivnych, skutocne negativnych, nespravne pozitivnych a nespravne negativnych
pri zvolenom klasifikacnom prahu ¢ = 0,5:

Skutoc¢nd trieda

Klasifikovana trieda D=0 D=1
X=0 2724 41
X =1 8 23

Tabulka 4.3: Kontingen¢éna tabulka pre ¢ = 0,5

S presnostou 0,9824749642346209 a chybovostou 0,017525035765379112 nam
vyslo 2732 negativnych a 64 pozitivnych.

Nespravne pozitivnych vyslo 8 a nespravne negativnych vyslo 41.

Odhad senzitivity zo zistenych dat spocitame ako

TPR(¢) = TP/(TP + FN) = 23/(23 + 41) = 0,359375

a odhad specificity ako
ﬁV\R(@ =TN/(FP+TN)=2724/(8 + 2724) = 0,997071742.
Odhad pravdepodobnosti chyby 1. druhu, ¢ize }@(qﬁ), spocitame ako
F/P\R(d)) = FP/(FP+TN)=_8/(8+2724) = 0,002928258

a odhad pravdepodobnosti chyby 2. druhu, ¢ize m@% ako

m(¢) = FN/(FN +TP) =41/(41 + 23) = 0,640625.
Pravdepodobnost chyby 1. druhu ndm vysla nizka, takze tato volba klasifikacného
prahu sa d& povazovat za dobr.

Znizime hodnotu klasifika¢ného prahu na ¢ = 0,3, aby sme zvysili senzitivitu.
Kontingen¢éna tabulka potom bude:

Skutoc¢nd trieda

Klasifikovana trieda D=0 D=1
X=0 2711 29
X=1 21 35

Tabulka 4.4: Kontingen¢éna tabulka pre ¢ = 0,3

Odhad senzitivity ndm teraz vysiel @(gﬁ) = 0,625 a odhad Specificity vy-
siel ako TN R(¢) = 0,992313323. Pravdepodobnost chyby 1. druhu vysla ako
FPR(¢) = 0,007686676 a pravdepodobnost chyby 2. druhu ako FNR(¢) =
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0,453125. Klasifika¢ny prah teda mézeme menit, aby sme zvysili senzitivitu alebo
Specificitu alebo aby sme dostali lepsie hodnoty chyb 1. a 2. druhu.
Teraz si zo ziskanych dat zostrojime empirickii ROC krivku. Ako sme uz

opisovali, zostrojime ju vypoc¢itanim hodndét F/P\R(gb) a ﬁ(gb) pre kazdi mozni
hodnotu klasifikacného prahu ¢ a ich zakreslenim na graf Fﬁ(qﬁ) proti @(qﬁ)
Tieto hodnoty linedrne pospajame a dostaneme empiricki ROC krivku. Nésledne
dopocitame hodnotu plochy pod krivkou.

ROC krivka pre mamograficky klasifikator

1.0

0.8

0.6 7

TPR (Senzitivita)

0.2 1

0.0 T T T T
0.0 0.2 0.4 0.6 0.8 1.0

FPR (1 - Specificita)
Obr. 4.1: Empirickd ROC krivka pre data z mamografie
Obsah plochy pod empirickou ROC krivkou nam vysiel podla vzorca (4.3)) ako

AUC = 0,91818, cize dany klasifikator sa podla tabulky moze povazovat za
vyborny a mohli by sme nim posudzovat testy aj nadale;j.
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Zaver

Cielom préace bolo prestudovat dostupnu literatiru o ROC krivkach a zistené
poznatky spisaf, vysvetlit pojem ROC krivky a popisat jej vlastnosti. Najprv
teda, v prvej kapitole, boli zadefinované pouzivané pojmy. Nasledne bola ROC
krivka popisana v druhej kapitole aj s jej vlastnostami. V praci je zahrnuta aj jej
prva a druhd derivacia, vdaka ktorym bola popisand konkavita ROC krivky.

Dalej mala byt ROC krivka ukdzané na réznych pravdepodobnostnych rozde-
leniach. Toto bolo popisané v tretej kapitole, kde sa pre normalne, exponencidlne
a rovnomerné rozdelenie vyjadril vzorec pre ROC krivku aj jej plochu AUC. Ku
kazdému rozdeleniu bolo aj grafické znézornenie jeho hustot a prislusnej ROC
krivky. Pre rovnomerné rozdelenie boli popisané vsSetky moznosti, ktoré mozu
nastat pri réznom sposobe prekryvania danych hustot. Tieto moznosti boli v
praci taktiez graficky znazornené.

Na zaver boli ROC krivky uvedené do stiladu s tedriou Statistického testo-
vania a aplikovanie ROC krivky na datach, ¢o zahinalo definovanie empirického
vyjadrenia ROC krivky a jej plochy. Ukazané bolo vyuzitie ROC krivky na ilu-
strativnom priklade s realnymi datami z mamografie. Data boli spracované v
programovacom jazyku Python a z grafu bolo vidiet, Ze dany test bol spolahlivy.
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A. Prilohy

A.1 Prva priloha

Elektronicka priloha obsahuje spracovanie realnych dat v programovacom ja-
zyku Python. Opis dat je v stvrtej kapitole tejto bakalarskej prace.
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